GUMRUK SISTEMLERINDE OGRENME ALGORITMALARI
ILE DOGRU BEYANNAME OLUSTURMA VE KONTROL
UYGULAMASI

Mustafa GUNERKAN
211402103

YUKSEK LiSANS TEZI
Bilgisayar Miihendisligi Anabilim Dali
Bilgisayar Miihendisligi Tezli Yiiksek Lisans Programi
Danisman: Dr. Ogr. Uyesi Onder SAHINASLAN

Istanbul
T.C. Maltepe Universitesi
Lisansiistii Egitim Enstitiisti
Ekim, 2022



GUMRUK SISTEMLERINDE OGRENME ALGORITMALARI iLE
DOGRU BEYANNAME OLUSTURMA VE KONTROL
UYGULAMASI

Mustafa GUNERKAN
211402103
Orcid: 0000-0002-4202-2801

YUKSEK LISANS TEZI
Bilgisayar Miihendisligi Anabilim Dali
Bilgisayar Miihendisligi Tezli Yiiksek Lisans Programi
Danisman: Dr. Ogr. Uyesi Onder SAHINASLAN

Istanbul
T.C. Maltepe Universitesi

Lisansiistii Egitim Enstitiisii
Ekim, 2022



JURI VE ENSTIiTU ONAYI

Bu belge, Yiiksekogretim Kurulu tarafindan 19.01.2021 tarihli “Lisansiistii Tezlerin
Elektronik Ortamda Toplanmasi, Diizenlenmesi ve Erisime A¢ilmasina Iliskin Yonerge”

ile bildirilen 6689 Sayil1 Kisisel Verilerin Korunmasi Kanunu kapsaminda gizlenmistir.



ETiK iLKE VE KURALLARA UYUM BEYANI

Bu belge, Yiiksekogretim Kurulu tarafindan 19.01.2021 tarihli “Lisansiistii Tezlerin
Elektronik Ortamda Toplanmasi, Diizenlenmesi ve Erisime A¢ilmasina Iliskin Yonerge”

ile bildirilen 6689 Sayili Kisisel Verilerin Korunmasi Kanunu kapsaminda gizlenmistir.



TESEKKUR

Hayat boyu her daim yanimda olan sevgili aileme, tez ¢alismam siirecinde her tiirlii
destegi veren yoneticim Sayin Serkan DINGA’ya, degerli ¢alisma arkadaslarima,
caligmalarim sirasinda bilgi ve deneyimleriyle yolumu aydinlatan, samimiyetle her tiirli
destegini esirgemeyen kiymetli danisman hocam Dr.Ogr.Uyesi Onder SAHINASLAN’a,
calismamda verdigi katki ve desteklerden dolayr Dr.Ender SAHINASLAN’a tesekkiir

ederim.

Mustafa GUNERKAN

Ekim, 2022



(0Y/

GUMRUK SiSTEMLERINDE OGRENME ALGORITMALARI iLE DOGRU
BEYANNAME OLUSTURMA VE KONTROL UYGULAMASI
Mustafa Giinerkan
Yiksek Lisans Tezi
Bilgisayar Miihendisligi Anabilim Dali
Bilgisayar Miihendisligi Tezli Yiiksek Lisans Programi

Danisman: Dr. Ogr. Uyesi Onder Sahinaslan
Maltepe Universitesi Lisansiistii Egitim Enstitiisii, 2022

Glimriik sisteminde hatasiz beyanname yazimi biiyiik 6nem tasimaktadir. Beyanname
yaziminda yapilan hatalar istenmeyen sonuglara sebep olmaktadir. Ozellikle yetkin ve
yeterli insan kaynaginin olmamasindan dolay1r beyanname yazimlarinda hatalar
yapilmaktadir. Beyannamelerin hatali olusturulmasindan dolayi ciddi miktarlarda cezai
durumlarla karsilagilmaktadir. Bu durum firmalarin operasyon maliyetlerini ve
stireglerini olumsuz etkilemektedir. Bu ¢alisma bu tiir olumsuz sonuglarin giderilmesi,
operasyonel siireglerin otomatize edilmesi, insan miidahalesinin asgari seviyeye
cekilmesi, beyannamelerin hatasiz ve dogru olusturulmasi i¢in yapilmistir. Ayrica
giimriikk operasyonlarindaki olas1 hatalarin dogurabilecegi hukuki siireclerin Oniine
gecilmesi de hedeflenmektedir. Bir glimriik beyannamesi birgok bilesenden olusan
karmasik bir yapiya sahiptir. Bu baglamda kontrol edilebilecek her bilesen i¢in bir veri
seti olusturulmustur. Calisma kapsaminda makine 6grenmesi ve derin 6grenme
algoritmalarint modelleyerek olusturulan biiylik veri setleri iizerinde c¢alisilmistir.
Gelistirilen bu modeller sonucunda kullaniciya her bilesen icin Onerilerde
bulunulmaktadir. Oneri karsisinda kullanicinin son kontrol ve onay1 aliarak beyanname
islemi sonug¢landirilmaktadir. Boylece insan kaynakli hatalarin tespiti saglanarak hata
oranlarinin minimum seviyeye c¢ekilmesi saglanmistir. Bu makine 6grenmesi tabanl
0zglin yaklasim ile giimriik beyannameleri olusturularak dis ticarette dnemli bir soruna

¢Oziim saglanmustir.

Anahtar Sézciikler: Teknoloji ve Yenilik, Giimriik Beyannamesi, Ogrenme

Algoritmalari, Veri Madenciligi, Simiflandirma, Lojistik Sektor, Biiylik Ve
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ABSTRACT

APPLICATION OF DESIGNING AND REVIEWING CUSTOMS
DECLARATION BY USING LEARNING ALGORITHMS

Mustafa Gilinerkan
Master Thesis
Department of Computer Engineering
Computer Engineering Programme
Thesis Advisor: Asst. Prof. Onder Sahinaslan
Maltepe University Graduate School, 2022

Error-free declaration writing is of great importance in the customs system. Errors made
in the writing of the declaration lead to undesirable consequences. Mistakes are made in
the writing of declarations, especially due to the lack of competent and adequate human
resources. Due to the incorrect creation of declarations, serious criminal cases are
encountered. This situation negatively affects the operational costs and processes of
companies. This study was carried out to eliminate such negative results, to automate
operational processes, to minimize human intervention, and to create accurate and error-
free declarations. In addition, it is aimed to prevent legal processes that may result from
possible errors in customs operations. A customs declaration has a complex structure
consisting of many components. In this context, a data set has been created for each
component that can be controlled. Within the scope of the study, large data sets created
by modeling machine learning and deep learning algorithms were studied. As a result of
these developed models, recommendations are made to the user for each component. In
the face of the proposal, the declaration process is concluded by obtaining the final control
and approval of the user. Thus, it was ensured that human-caused errors were detected
and error rates were minimized. With this machine learning-based original approach,
customs declarations were created and a solution to an important problem in foreign trade

was provided.

Keywords: Technology and Innovation, Customs Declaration, Learning Algorithms,
Data Mining, Classification, Logistics Sector, Big Data
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BOLUM 1. GIRiS

Bilgi ve iletisim teknolojileri 1990’11 yillardan itibaren hizla gelismektedir. Bu gelismeler
her gegen giin insanlar1 birbirine daha da yakinlastirmaktadir. Bu yakinlagma iilkeler i¢in
dis ticaret imkanlarin1 da arttirmaktadir. Bilgi ve iletisim teknolojisi kullanimi ticaret
bilgisini iyilestirmeye, ticaret engellerini azaltmaya ve mesafeleri kisaltmaya yardimci
olarak ticaret verimliligini ve hacmini arttirmistir. Bununla birlikte ticaret maliyetlerini

onemli 6l¢iide azaltmistir (Wang ve Choi, 2018).

Dis ticaret ile biiylime arasinda da baglanti vardir (Ugan ve Kogak, 2014). Dis ticaret
biiyiimenin ana unsurlarindan biri olarak degerlendirilmektedir. Ulkeler iirettikleri
mallarin fazlasini ihrag ederek gelir elde edebilmektedir. Ayrica kendisinde mevcut
olmayan veya liretemedigi mallari ithal ederek ihtiyaglarini karsilayabilmektedir (Sagik,

2009).

Ulkemizde dis ticaret hacmi her gecen yil artis gdstermektedir. Artan dis ticaret imkanlari
ithalat ve ihracat rakamlarina yansimaktadir. Tablo 1°de (Tiirkiye Istatistik Kurumu,

2021) Tirkiye’nin 2013 ile 2021 yillar1 arasindaki ihracat rakamlari gosterilmistir.

Tablo 1. 2013-2021 Tiirkiye ihracat Rakamlari

Yil Ihracat Dolar Ihracat Euro Ihracat TL

2013 161.480.914.702 121.863.850.941 308.103.246.552
2014 166.504.861.795 125.352.688.678 364.756.120.706
2015 150.982.113.766 135.980.782.870 410.764.687.932
2016 149.246.999.263 134.862.454.019 451.885.142.948
2017 164.494.619.316 145.881.210.828 601.271.453.500
2018 177.168.756.288 150.130.297.690 859.292.263.175
2019 180.832.721.702 161.569.183.727 1.028.025.283.663
2020 169.637.755.310 148.138.523.253 1.198.816.044.393
2021 225.264.314.222 190.826.030.074 2.023.525.242.535

Tablo 2°de (Tiirkiye Istatistik Kurumu, 2021) Tiirkiye’nin 2013 ile 2021 yillar1 arasindaki

ithalat rakamlar1 gosterilmistir.



Tablo 2. 2013-2021 Tiirkiye Ithalat Rakamlar

Yil Ithalat Dolar Ithalat Euro Ithalat TL

2013 260.822.803.002 196.680.580.542 496.377.064.101
2014 251.142.429.205 188.975.363.293 549.057.845.719
2015 213.619.211.455 192.213.730.127 579.198.244.287
2016 202.189.241.859 182.659.779.356 610.949.525.580
2017 238.715.127.912 211.397.408.269 870.796.829.167
2018 231.152.482.645 195.128.590.174 1.089.848.202.775
2019 210.345.202.552 187.857.716.019 1.194.475.897.628
2020 219.516.806.838 191.952.254.820 1.545.366.267.707
2021 271.422.757.506 229.820.849.052 2.437.710.854.349

Tablo 1 ve Tablo 2’de goriildiigii tizere ithalat ve ihracat rakamlari her sene artis
gostermistir. Bu verilere gore Tiirkiye’nin ithalat rakamlari ihracat rakamlarindan fazladir

ve bu yillar arasinda Tiirkiye dis ticaret a¢ig1 veren bir lilke olmustur (Dag ve Kizilkaya,
2019).

Dis ticareti her iilke kendi mevzuatlar 1s1g8inda belli kurallara gore yapmaktadir ve bu
kurallar siirekli gelisim halindedir. Ulkemizde 4458 sayili Giimriik Kanunu ile dis ticaret
islemleri diizenlenmistir. 4458 numarali Glimriik Kanunu 27.10.1999°da kabul edilmistir.
4.11.1999 tarihli ve 23866 sayili Resmi Gazete ’de yayimlanmustir (Aka ve Uriinal,
2018). Glimriik Kanunu ile Tiirkiye Cumhuriyeti Giimriik Bolgesine giren ve ¢ikan
esyaya ve tasit araglarina uygulanacak glimriik kurallar1 belirlenmistir (Mevzuat Bilgi
Sistemi, 2021). Tiirkiye Cumhuriyeti Glimriik Bolgesi, Tiirkiye Cumhuriyeti topraklarini
kapsar. Tiirkiye kara sulari, i¢ sulari ve hava sahasi glimriik bolgesine dahildir (Mevzuat

Bilgi Sistemi, 2021).

Giimriik islemleri dis ticaretin 5nemli bir asamasidir. islemlerin yapilabilmesi i¢in belli
bilgileri iceren giimriikk beyannamelerinin ilgili giimriik miudirligiine sunulmasi
gerekmektedir. Teknolojik gelismeler bu siireglerde ciddi iyilesmeler saglamistir. Islem
sayilarinin ¢ok fazla oldugu gilinlimiizde mevcut entegrasyon islemleri ile ciddi sayida

beyanname islemi kisa siirelerde sonuclandirilabilmektedir (Giildiiren ve Oztop, 2020).

Dis ticaret ithalat ve thracat islemlerini kapsar. Sekil 1’de goriildiigii gibi ithalat ve ihracat
siirecleri birbirini izleyen islemlerin bir biitiiniidiir. Ithalat ve ihracat yapmak igin gerekli
sartlarmn bilinmesi ve bunlarin eksiksiz olarak yapilmasi sarttir. ithalat ve ihracat siiregleri

ciddi anlamda bilgi ve tecriibe gerektirmektedir.
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Sekil 1. Ithalat/Thracat Siireci

Dis ticaret hacmi yildan yila artmaktadir ve bu siireclerde de ciddi calismalar
yapilmaktadir ve daha da yapilmasi gerekecektir. Sekil 2°de (T.C. Ticaret Bakanligi,
2021) 2019, 2020 ve 2021 wyillarinda {ilkemizde yapilan beyanname sayilari
verilmektedir. Thracat beyanname sayis1 ithalat beyanname sayisindan fazladir. Fakat
ithalat beyanname sayisi az olsa da tutar olarak ihracattan fazladir. Bu fark dig ticaret

acigma sebep olmaktadir.
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Sekil 2. 2019-2021 Yillar1 Beyanname Sayilari
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Bugiin bir¢ok firma ithalat-ihracat yapmaktadir ve sayilari her gecen giin artmaktadir.
Ulkemizde iiretilen iiriinlerin diger iilkelere pazarlanmasi ve satilmasi ayrica i¢ piyasanin
thtiyact olan {iirlinlerin temininin yapilmasi i¢in bu firmalarin faaliyetleri ¢ok énemlidir.
Ticaret Bakanlig1 tarafindan yayinlanan 2019-2021 yillar1 arasinda faaliyet gosteren
ihracat ve ithalat yapan firma sayilar1 (T.C. Ticaret Bakaligi, 2021) Sekil 3’te
sunulmaktadir. Bu verilere gore firma sayilarinda artis oldugu yillar bazinda

goriilmektedir.
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Sekil 3. 2019-2021 Ihracat ve ithalat Yapan Firma Sayilart

Ithalat-ihracat islemlerinden alman vergiler de isin dnemli bir tarafidir. Yapilan bu
islemlerden alinan vergiler devlet i¢in ciddi bir gelir ortaya ¢cikarmaktadir. Kamu gelirleri
icinde ithalat ve ihracat iglemlerinden alinan vergiler ¢ok onemli bir yer tutmaktadir.
Yillik bazdaki rakamlara bakildiginda devletin ciddi bir gelir elde ettigi goriilmektedir.
Sekil 4’te (T.C. Ticaret Bakanligi, 2021) 2018, 2019 ve 2020 yillarinda tahsil edilen
toplam ve giimriik vergi gelirleri gosterilmektedir. Giimriik vergi gelirlerinin toplam vergi
gelirleri i¢indeki payr 2018 yilinda %23,4, 2019 yilinda %23 ve 2020 yilinda %23,8

olmustur.



Toplam Vergi Gelirleri

Giuimriik Vergi Gelirleri
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Sekil 4. Giimriik Vergi Gelirlerinin Toplam Vergi Gelirleri Igindeki Pay1

Gilimriik beyannamesinin hazirlanmasi, tlizerinde titizlikle durulmasi1 gereken ve ciddi
anlamda yetkin ig giicii gerektiren bir siirectir. Glimriik beyannamesi birgok bilesenden
olusan karmasik bir yapiya sahiptir. Bu siire¢ 6nemli derecede mevzuat bilgisi
gerektirmektedir. Mevzuatlar ise her gegen giin yenilenen ve dikkatli sekilde takip
edilmesi gereken bir ozelliktedir. Isin karmasiklign disinda yetkin ve yeterli insan
kaynagiin olmamasi beyanname yaziminda istenmeyen hatalarin yapilmasina sebep
olmaktadir. Bu hatalar ciddi cezalarla kars1 karsiya kalinmasina sebep olmaktadir. Bu
durum operasyon maliyetlerini ve siireglerini olumsuz etkilemektedir. Ayrica hukuki

sonuclar da dogurabilmektedir.

Makine 6grenmesi algoritmalari son yillarda giinlitk yasamimizin bir pargast haline geldi.
Birgok alanda makine 6grenmesi algoritmalari kullanilmakta ve ¢ok sayida platformda
karar vermemize yardimci olarak karsimiza c¢ikmaktadir. Hatta bu platformlar ¢oklu
makine 6grenmesi uygulamasi igermektedir. Hangi iirlinii satin alacagimizdan yazdigimiz
bir mesajda sonraki kelimeye kadar hayatimizin her alaninda artik bize Onerilerde
bulunulmaktadir. Ticari uygulamalarin disinda cesitli bilim dallarinda da makine

Ogrenmesi algoritmalar1 kullanilmaktadir.

Teknolojinin geligsmesiyle liretilen veride biiyiik bir artis oldu. Biiytik veri denilen kavram

ortaya c¢ikti ve bu biiyiik verinin yonetilmesi ¢ok 6nemli bir hale geldi. Gelismek ve



rekabet etmek icin bireyler, kurumlar ve llkeler bu biiyiik veriyi degerlendirmeye
calismaktadirlar (Akter, Wamba, Gunasekaran, Dubey, ve Childe, 2016). Bu biiyiik veriyi
degerlendirmek i¢in c¢esitli yontemler gelistirildi. Makine 6grenmesi bu yontemlerden
birisi olup veriden bilgiye ulasmaya ¢alisan bir bilimdir. Makine 6grenmesi verileri
kullanarak akilli aletlerin bir karar verme problemini kendi kendine ¢6zmesine yardime1
olur. Yapay zekd ve makine 6grenmesi giliniimiizde son derece popiiler bir alandir.
Makine 6grenimi, derin 6§renme algoritmalar1 kullanilarak insan zekasini taklit eden bir
bilgisayar teknolojisidir (Sahinaslan, Dalyan, ve Sahinaslan, 2022). Makine 6grenmesi
ayni zamanda yapay zekanin bir alt dali olup istatistik, yapay zeka ve bilgisayar

bilimleriyle i¢ i¢edir.

Glimriik beyannamelerinin hatasiz ve dogru olusturulabilmesi i¢in insan miidahalesinin
asgari seviyeye cekilmesi ve olumsuz sonuglarin giderilerek operasyonel siireglerin
iyilestirilmesi gerekmektedir. Bu da mevcut biiyilk verilerden yararlanilarak
yapilabilecektir. Giimriikk beyannamesinin bilesenlerinden veri setleri olusturularak bu
veri setleri modellenecektir. Modellenen bu veri setleri makine 6grenmesi ve 6grenme

algoritmalari ile calisilip kullaniciya her bilesen i¢in 6neride bulunulacaktir.

Kullanicinin =~ son  kontroliinden sonra onayr alinarak beyanname islemi
sonuglandirilacaktir. Bu ¢alismada hatasiz beyanname yazimina destek olacak bir sistem
kurmaya ¢alisilmistir. Béylece insan kaynakli operasyonel hatalarin tespiti yapilarak bu
hata oranlarinin minimum seviyeye c¢ekilmesi saglanacaktir. Bu hatalar1 minimum
seviyeye ¢ekmek i¢in biiyiik verilerden faydalanilarak makine 6grenmesi ve derin
O0grenme algoritmalar1 ile hata tespit edilmeye calisilmistir. Makine Ogrenmesi
algoritmalar1 benzer bir¢ok alanda kullanilmistir ve basarili sonuglar elde edildigi

goriilmiistiir.

Hatasiz beyanname yazimi biiylik 0nem tasimaktadir ¢iinkii yapilan hatalar ciddi
sorunlara sebep olmaktadir. Bu olumsuz sonuglarin giderilmesi, operasyonel siire¢lerin
otomatize edilmesi, insan miidahalesinin asgari seviyeye cekilmesi, beyannamelerin

hatasiz ve dogru olusturulmasi i¢in bu ¢alisma yapilmistir.



Literatiir Taramasi

Glimriik beyannamesinin makine 6grenme algoritmalari ile olusturulmasinin dis ticaret
hizmetlerinin daha basarili bir sekilde gerceklestirilmesini saglayacagini 6ngérmekteyiz.
Bu boliimde 6grenme algoritmalar1 tabanli giimriik beyannamelerinin olusturulmasi i¢in
yapilan ¢alismalar listelenmektedir. Onerdigimiz ¢dziimiin ilgili calismalarla olan iliskisi

detayli bir sekilde agiklanmistir.

Giinerkan ve arkadaslar1 yaptiklar ¢alismada (Gilinerkan, Sahinaslan, ve Sahinaslan,
2022), giimriik beyannamesi olusturma siirecinde makine 6grenme algoritmalarinin
etkinligini incelemislerdir ve beyanname olusturma siirecinde hatalarin tespiti igin

kullanimi konusunda olumlu sonug¢lar elde etmislerdir.

Isler yaptig1 calismada (Isler, 2018), idari para cezalari ile adli para cezalarini
karsilastirmistir. Idari para cezalarinda adli para cezalarinda oldugu gibi yarg: karari
gerekmedigini, idari kurumlar tarafindan verildigini ve tahsil edildigini belirtmistir.
Ayrica kamu diizenini saglamak amaciyla uygulanan para cezalarinin asil amacinin gelir
saglamaktan Once toplumsal diizeni, adaleti ve giivenligi saglamak oldugunu
vurgulamistir. Boyle olmakla birlikte kamu gelirleri altinda ceza gelirleri bulundugunu
sOylemistir. Olaganiistii kamu gelirleri arasinda bulunan bu gelirler icin biitce
tahminlerinde hedeflerin mevcut olmasi asil hedefin yaninda kamu geliri hedefinin de
oldugu anlamina geldigini belirtmistir. Ceza gelirlerinin miktariin birgok vergiden daha
fazla gelir sagladiginin goriildiigiinii tespit etmistir. Bu gelirlerin merkezi yonetim biitge
acigina oranlarinin son yillarda %24 ile %35 arasinda olustugunu belirterek sosyal diizen
amaci ile toplanan para cezalarinin kamu biitcesi i¢in 6nemli bir gelir kalemi oldugunu

sOylemistir.

Canrakerta ve arkadaslart yaptiklart ¢alismada (Canrakerta, 2020), glimriik
beyannamesinin belge denetgisi tarafindan yeniden incelenmesi gerektigini belirtmistir.
Glimriik beyannamesinin potansiyel hatalara sahip olabilecegi belirtilmistir. Bu hatalarin
kasith da olabilecegine deginilmistir. Is zekasi kullanilarak denetciler icin analiz
imkanlar1 saglanarak sorun ¢oziilmeye ¢alisilmistir. Kimball metodolojisi ile veri ambari
gelistirmeye odaklanilmistir. Arastirma sonuglari veri ambar1 tasarimi  seklinde

yapilmistir. Veri ambari daha sonra kontrol paneli, OLAP (Online Analytical Processing)



ve veri madenciligi icin kullanilarak hata veya sahtekarligin tespit edilmesi
amacglanmistir. Karar agaci, destek vektor makinesi, sinirsel ag ve cesitli topluluk
yontemleri gibi veri madenciligi algoritmalarini kullanmislardir. Calisma sonucunda
SMOTE tekniginin (Synthetic Minority Oversampling Technique), SMOTE olmayan
teknige gore anlamli derecede artmis bir duyarlilik skoruna sahip oldugunu tespit

etmislerdir.

Shao ve arkadaslar1 yaptiklar1 ¢alismada (Shao, 2002), bir veri madenciligi uygulamasi
ile glimriik beyannamesi verilerinde dolandiricilik davranigini tespit etmeye ¢aligsmustir.
Genisletilmesi kolay ¢cok boyutlu bir veri modeli i¢in uygun veri madenciligi teknolojisi
kullanarak hibrit bir dolandiricilik tespit stratejisi uygulamislardir. Dolandiricilik tespit
uygulamalarinda veri dagiliminin 6zelliklerinden dolay1 dolandiricilik davranisini tahmin
etmenin zor oldugunu belirtmislerdir. Bunun yaninda ¢calismada agikladiklar1 ¢ok boyutlu
kritere sahip genigletilmesi kolay veri modelinin hem modelin dogrulugunu hem de
algoritmanin  performansimni 1iyilestirdigini  belirtmiglerdir. Model giicli  bir

poplilerlestirme yetenegine sahip oldugundan, diger benzer karmasik uygulamalara

referans olarak kullanilabilecegini belirtmislerdir.

Maruev ve arkadaslari yaptiklari calismada (Maruev, Stefanovskiy, Frolov, Troussov, ve
Curry, 2014), giderek kiiresellesen diinyamizda, uluslararasi ticaretin 6niindeki engellerin
incelenmesinin  uluslararas1  ekonomi  alanim1 ilgilendirdigini  belirtmislerdir.
Caligmalarinda giimriik beyannamelerinin hizli ve dogru bir sekilde islenmesi sorununa
odaklanip denetimli 6grenmeye dayali ticari mallar i¢in misteri beyanlarinin otomatik
olarak islenmesi icin grafik tabanli yayma etkinlestirme algoritmasinin yeni bir
kullanimim1 sunmuslardir. Bu ¢alismayla glimriilk memurlar, tiiccarlar, tasiyicilar ve
sigortacilar tarafindan kullanilmak iizere tavsiye sistemleri olusturmuglardir. Bu
algoritma risk tabanli geleneksel risk gostergelerinden ziyade yalnizca sevkiyat verileri
tizerine egitilmistir. Bunun, glimriik yetkililerine tavsiyesinin bir gonderinin igerigi
acisindan aciklanabilmesi ve gercek zamanli olarak dogrulanabilmesi agisindan yararh
oldugunu belirtmislerdir. Yaklagimin fizibilitesini Rusya Federasyonu ile iki AB iilkesi
arasindaki sekiz sinir kontrol noktasinda bir ay boyunca kesintisiz olarak toplanan 2500
giimriik kaydina bagvuru ile test etmislerdir. Algoritma ile deneysel kosullar altinda %100

dogruluk elde etmislerdir.



Kaya ve Dogan yaptiklari ¢alismada (Kaya ve Dogan, 2020), vergi tarife ve esaslarinin,
gimriik  vergisinin tespitindeki parametrelerden sadece bir tanesi oldugunu
belirtmislerdir. Hesaplama bu tarife ve esaslara gore yapilsa da asil belirleyici bilginin
esyanin giimriik kiymeti oldugunu belirtmislerdir. Esyanin glimriik kiymetinin biitiin
giimriik vergilerinin hesaplanmasinda 6nemli oldugunu vurgulamiglardir. Bu acidan,
giimriik vergilerinin dogru hesaplanabilmesi ve tahsilatlarinin eksiksiz yapilabilmesi i¢in

giimriik kiymetinin dogru tespitinin ¢ok énemli oldugunu belirtmislerdir.

Biiyiikgiiral ve Tiirkoglu yaptiklar calismada (Biiyiikgiiral ve Tiirkoglu, 2015), zaman
asimi sirelerinin 5326 sayili Kabahatler Kanunu ile 4458 sayili Giimriikk Kanunu’nda
farkli oldugunu belirtip, bunun Giimriik Kanunu’na gore uygulanacak para cezalarinda
zaman asimi konusunda tereddiitler yasattigin1 belirtmistir. Uygulanacak para cezalarinda
zaman asimina iliskin siirenin 6nemine deginerek calismalarinda bu tereddiitlerin
giderilmesini amaglamislar ve giimriik vergileri nedeniyle olusan para cezalarinda zaman
asimi sirelerindeki tereddiitleri ve bu tereddiitlerin nasil giderilecegini agiklamaya

calismislardir.

Ozer yaptig1 calismada (Ozer, 2020), iilkemizde dis ticaret islemlerinin siirelerini
incelemis ve bu siireleri gelismis iilkelerle karsilastirmistir. Islemlerin daha hizli ve tek
bir yerden yapildig1 Tek Pencere Sistemi hakkinda bilgi vererek buradaki siirecin nasil

isledigine ve ne gibi katkilar sagladigina deginmistir.

Ilgiin yaptig1 calismada (ilgiin, 2020), vergi denetiminde biiyiikk veri analitiginin
faydalarini ve zararlarini arastirmistir. Biiyiik veri analitiginin kullanilmasinin bir tercih
degil de kaginilmaz bir sonug olacagini vurgulamistir. Gerekli yapisal doniisiim ve altyapi

calismalarinin yeni teknolojilere uyum ve sonuglari konusundan bahsetmistir.

Garcia ve Caballero yaptiklar1 ¢alismada (Garcia ve Caballero, 2021), birgok iilke i¢in
kritik bir konu olan glimriikk dolandiricilik kontroliiniin optimizasyonunun ekonomik
acidan 6onemli bir problemini incelemislerdir. Makine 6grenimini ve ¢ok amacli dogrusal
programlamayi birlestiren Bayes tabanli yeni bir hibrit yaklasim 6nermislerdir. Mevcut
denetim sistemlerinin hassasiyetini iki katindan fazlasina ¢ikarmanin (%237'lik bir

artisla) miimkiin oldugunu, insan kaynaklarinin neredeyse %350'sini serbest birakmanin



ve ayrica geg¢mis sonuglarin iizerinde performans goéstermenin miimkiin oldugunu

gostermislerdir.

Ryzhova ve Sochenkov yaptiklari ¢alismada (Ryzhova ve Sochenkov, 2019), metinsel
aciklamalarina dayali olarak mallarin giimriik simiflandirmasina odaklanmislardir.
Kopyali ve kopyasiz olmak iizere iki tiir veri kiimesi kullanarak farkli makine ve derin

o6grenme modelleri onermislerdir. Lojistik regresyon ile en iyi sonuca ulagmislardir.

Barua ve arkadaslar1 yaptiklar1 ¢alismada (Barua, Zou, ve Zhou, 2020), uluslararasi yiik
tasimaciliginda makine 6grenmesi modelleri gelistirerek talep tahmini, operasyon ve
varlik bakimi, ara¢ giizergahi ve zamaninda teslimat performansi tahmini konularinda

kullanimini tartismaktadirlar.

Li ve Li yaptiklar1 ¢alismada (Li ve Li, 2019), hizla artan uluslararasi ticaret miktari
1s1ginda,  uluslararast  ticarete konu mallarin  siniflandirilmasinin -~ zorlugunu
belirtmiglerdir. Gelismis makine 6grenimi tekniklerinin mallar1 verimli bir sekilde
simiflandirmas i¢in bir firsat sagladigini soyleyerek glimriik siniflandirma siirecini
kolaylastirmak icin metin-goriintii uyarlamali evrisimli bir sinir ag1 Onermislerdir.
Onerdikleri model, biri metin, digeri goriintii igin olmak iizere iki bagimsiz alt model
icermektedir. Alt modeller, model egitim sonucuna gore parametrelerin degerini
ayarlayabilen yeni bir yontemle birlestirmislerdir. Son olarak, bir grup glimriik tarife
koduna ve bir e-ticaret sitesinden alinan bir veri setine dayali bir vaka ¢alismasi ve
karsilagtirma deneyleri yapmislardir. Deney sonuglarina gdére modellerinin glimriik

siiflandirilmasinda basarili bir sekilde uygulandigini gérmiislerdir.

Mammadov yaptigi c¢alismada (Mammadov, 2020), giimriik tarafinda kullanilan
teknolojileri incelemistir. Makine 6grenmesi de bunlardan biridir. X-ray’in daha iyi
uygulanmasi ic¢in bilgisayar tabanli egitim yazilimi gelistirerek denetleme

mekanizmalarinin simiilasyonlarini gergeklestirmislerdir.

Paula ve arkadaslar1 yaptiklari calismada (Paula, Ladeira, Carvalho, ve Marzagao, 2016),
Brezilyali ihracatc¢ilar: ihracatta dolandiricilik yapma olasiligina gore siniflandirmak icin
denetimsiz Derin Ogrenme modelinin uygulanmasinda elde edilen sonuglari

sunmuslardir. IThracatgilarin biiyiik cogunlugunun, standart bir sekilde birbiriyle iliskili
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olan ihracat hacminin agiklayici 6zelliklerine sahip oldugunu varsayarak, veri modeliyle
ilgili anormal durumlar1 tespit etmek i¢in AutoEncoder't kullanmiglardir. Calismalarini
Brezilya Federal Gelir Sekreterligi tarafindan saglanan 2014 yilinda Brezilya'da
gerceklesen mal ve {iriin ihracatin1 verilerine gore yapmislardir. Ihracat sirketlerini
karakterize eden niteliklerden kurduklar1 model ile en az yirmi ihracat¢idaki

anormallikleri tespit edebilmislerdir.

Giinerkan ve arkadaslar1 yaptiklar1 ¢alismada (Gilinerkan, Sahinaslan, ve Sahinaslan,
2022), olusturduklari modelleri iizerinde Gaussian Naive Bayes, Decision Tree, K-
Nearest Neighbors, Random Forest, Ridge, Bagging, AdaBoost ve Multi-Layer
Perceptron siniflandirma algoritmalarini kullanarak %75,70 ile %99,70 arasinda basarim

oranlari elde etmislerdir.

Makine 6grenmesi ve derin 6grenme algoritmalari ile saglik alaninda da ciddi ¢caligmalar
yapilmig ve hastaliklarin teshisi konusunda basarili sonuglar elde edilmistir (Pamuk ve
Kaya, 2021), (Akgiil, Celik, Aydin, ve Oztiirk, 2020), (Saygin ve Baykara, 2021), (Gulia,
Vohra, ve Rani, 2014), (Cosar ve Deniz, 2021) ve (Baser, Yangin, ve Saridas, 2021).
Pazarlama alaninda ise tiiketicilerin aligveris davranislarini belirlemek ve bu davranislara
iliskin yeni dngoriiler kazanmak, karar verme siirecine 151k tutmak, insan ig¢goriileriyle
Pazarlama teorilerini iliskilendirmek, Pazarlama alaninin gelisen dogasini analiz etmek
ve Pazarlama operasyonlarinin performansini iyilestirmek i¢in ¢alismalar yapilmistir
(Sundsey, Bjelland, Igbal, “Sandy” Pentland, ve de Montjoye, 2014), (Siau ve Yang,
2017), (Ma ve Sun, 2020), (Cui, Wong, ve Lui, 2006), (Brei, 2020) ve (Cui ve Curry,
2005).

Veri giris mekanizmasi, kullanicr etkilesimi igin ilk arayiiz oldugu igin insan-bilgisayar
etkilesimi alaninda yayginlasmaktadir (Salve, Bhutkar, ve Yammiyavar, 2021).
Insanlarin veri girisleri hatali olabilir ve bu hatali girisler olumsuz sonuglara sebep olabilir
(Barchard ve Pace, 2011). Veri kalitesi, modern veri tabanlarinda kritik bir sorundur
(Chen, Chen, Conway, Hellerstein, ve Parikh, 2011). Veri giris hatalarini tespit etmek,
azaltmak ve veri kalitesini iyilestirmek icin otomatik yontemler konusunda ¢ok az
aragtirma yapilmistir (Chen, Chen, Conway, Hellerstein, ve Parikh, 2011). Bu nedenle,
arastirmacilar, veri girisini en aza indirecek calismalar1 yapmali ve uygulamalilar

(Barchard ve Pace, 2011).
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Modern veri girisi teknolojileri dogrudan veri girisi programlarina uygulanarak giris
hatalar1 biiyiik Ol¢lide azaltilmistir (Mullooly, 1990). Rastgele segilen formlarin
dogrulanmas1 1ile kritik alanlarin %100 dogrulanmasi, tiim alanlarim %100

dogrulanmasina uygun maliyetli bir alternatif saglamis ve %100 dogrulamay1 gereksiz

kilmigtir (Mullooly, 1990).

Makine 6grenmesi algoritmalar1 bir¢ok alanda kullanilmistir ve basarili sonuglar elde
edilmistir. Bu ¢alismalar 1s181nda hatasiz beyanname yazimina destek olacak bir sistem
kurulmasina ¢alisilmistir. Hatasiz beyanname yazimi biiylik 6nem tasimaktadir ¢linkii
yapilan hatalar ciddi sorunlara sebep olmaktadir. Yapilan hatalarin olumsuz sonuglarinin
giderilmesi, operasyonel siireglerin otomatize edilmesi, insan miidahalesinin asgari
seviyeye cekilmesi, beyannamelerin hatasiz ve dogru olusturulmasi icin bu calisma

yapilmistir.

Problem

Gumriik sisteminde hatasiz beyanname yazimi biiylik 6nem tasimaktadir. Yapilan hatalar
olumsuz sonuglara sebep olmaktadir. Ozellikle yetkin ve yeterli insan kaynaginin
olmamasindan dolay1 beyanname yazimlarinda hatalar yapilmaktadir. Ulkemizde
beyannamelerin hatali olusturulmasindan dolay1 ciddi miktarlarda ceza 6denmektedir. Bu

durum firmalarin operasyon maliyetlerini ve siire¢lerini olumsuz etkilemektedir.

Amag

Yapilan hatalarin hukuki ve maddi sonuglar1 bu konuda yeni ¢aligsmalar yapmay1 gerekli
kilmaktadir. Bu ¢alisma ile operasyon verimliliginin artirtlmasi, maliyetlerin disiiriilmesi
hedeflenmektedir. Mevcut biiyiikk veri ve teknolojik imkanlar bu ¢alismanin amacina
ulagsmasinda katki sunmaktadir. Bu ¢alisma asagidaki temel hedefleri gergeklestirme

amaciyla yapilmistir.

e Giimriik beyannamelerinin zamaninda olusmasinin saglanmasi ve operasyonlarin
aksamamasi,

e Gilimriik beyannamelerinin daha dogru yazilmasi saglanarak karsilasilabilecek ciddi

miktarlarda cezalarin oniine geg¢ilmesi,
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e Operasyonel maliyet ve siireglerinde iyilestirilmenin saglanmasi,

e Glimriikk beyannamelerinin olusturulmasinda en énemli parametrelerden bir tanesi
olan yetkin ve yeterli personel eksikliginin ortaya ¢ikardigi problemlerin azaltilmast,

e Subjektif yaklagimlarin dogurdugu olumsuzluklarin azaltilmasi,

e Glimrik beyannameleri olusturulurken yapilan hatalarin telafisi i¢in harcanan
kaynaklarin azaltilmasi,

e Hatali glimrilk beyannamesi olusturulmasindan dolayr dogan hukuki maliyetlerin
azaltilmas1 ve hukuki sonuglarin 6niine gecilmesi,

e Giimriik sisteminin tam entegre ve bir biitlin olarak hareket etmesi,

e Hatasiz beyanname yazim hedefinin gerceklestirilmesi.

Onem

Glimriik beyannamesi bir¢ok bilesenden olusan karmasik bir yapiya sahiptir. Elimizdeki
biiyiik verileri kullanarak yapilacak dogruluk orani yiiksek tahminlemeler sayesinde

hatalar zamaninda tespit edilip olast olumsuzluklar1 giderilecektir.

Varsayimlar

Beyanname iizerindeki her bir bilesen i¢in hatali veri girisi yapilabilecegi
ongoriilmektedir. Dogru veri setleri olusturarak egitim sonuglarinda belli bir basarim

oranina ulagilmasi hedeflenmektedir.

Siirhiklar

Tiirkiye dis ticaretinin %8’ini yapan uluslararasi bir lojistik firmasinin 2010 ve 2021 yillar
arasindaki 12 yillik beyanname verileri ile ¢alisma yapilmistir. Calismada kategorik veriler

tahmin edildigi igin sekiz tane siniflandirma makine 6grenme algoritmasi kullanilmastir.
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Tanimlar

Bu bolimde Tiirkiye giimriik sistemi, giimriikk beyannamesi, delphi metodu, makine
O0grenmesi, 6grenme yaklasimlari, makine 6grenme algoritma tiirleri ve makine 6grenme

algoritmalari ile ilgili bilgilere yer verilmistir.

Giimriik Kavram

Kelime itibariyle yer, islem ve kurum anlamlarinda kullanilan Giimriik kavrami, Tiirk Dil

Kurumu Tiirk¢e Sozliikte (Tiirk Dil Kurumu, 2022) su sekillerde tanimlanmaktadir:

e Biriilkeye giren veya lilkeden ¢ikan mal ve esya lizerinden alinan vergi.
e Bir verginin alinmasi iglemiyle ugrasan devlet kurulusu.

e Biriilkenin giris ve ¢ikisinda giimriik denetim ve gozetiminin yapildig yer.

Bu tanimlardan hareketle, giimrilk kavraminin bir iilkeye mal giris ¢ikisi ile ilgili
diizenlemeler ve bu dilizenlemeler dogrultusundaki uygulamalar oldugu
sOylenebilmektedir. Yapilan bu uygulamalar {lkelerin ilgili kanun/kanunlari
dogrultusunda hayata gecirilir. Bu noktada kanunlar, ortak bir dil biitiinliigii saglamak
adina yaptiklar diizenlemede gecgen terimlerde kisiye gére yorumu ortadan kaldirmak ve
isleyiste buna bagl aksakliklar1 bertaraf etmek i¢in herkes¢e ayni sekilde anlasilacak
bi¢imde, konuyla ilgili olan kavramlar1 tanimlamaktadir. Ulkemizde giimriik isleyisini
diizenleyen 4458 sayili ve 5 Subat 2000 tarithinde ytiriirliige giren Giimriik Kanunu, ¢esitli
konulara yonelik genelgeler ve tebliglerde isleyiste karsimiza c¢ikan kavramlar

tanimlanmustir.

Giimriik Mevzuati

Mevzuat kavrami, kamu kurum ve kuruluslari i¢in degerlendirildiginde, ilgili kurumun
tiim isleyis esaslarini ortaya koyan ve yazili olarak kanun ya da kanuna bagli kararname
seklinde diizenlenen kurallar biitlinliigiidiir. Bu tanimdan hareketle Tiirk Giimriik Sistemi
gdz Online alindiginda, giimriikklerin ve giimriikleme islemleri ile ilgili yasal

diizenlemelerin biitliniinii glimriik mevzuati olarak ifade etmek miimkiindiir.

Her iilkede dis ticaretin belli kurallari vardir. Dis ticaret bu kurallar zinciri ile

denetlenmekte ve yonlendirilmektedir. Dig ticaret lizerindeki denetimde ana amag sadece
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vergi almak degildir. Dig ticaret {izerindeki bu denetim ile {ilke ekonomisinin
gelistirilmesi ve dogru yonlendirilmesi hedeflenmektedir. Glimriiklerde alinan vergiler
ile devlet bir gelir elde etse de ana amag iilke ekonomisini gelistirmek ve dogru

yonlendirmektir.

Dis ticaretimizde belirleyici, yonlendirici, kisitlayict ve yasaklayict hiikiimler yetkisine
sahip kuruluslar sunlardir: Dig Ticaret ve Hazine Miistesarliklari, Maliye, Tarim, Saglik,
Sanayi, Ulastirma, Cevre, Kiiltiir, Igisleri, Disisleri ve Milli Savunma Bakanliklari,
Devlet Planlama Teskilati, Devlet Istatistik Enstitiisii. Giimriik Miistesarlig1 ise dis

ticaretimizle ilgili mevzuatlarin uygulayicisi konumundadir.

Ulkemizde dis ticaret belli mevzuatlar cercevesinde yapilmaktadir. ithalat ve ihracat
mevzuati, kambiyo mevzuati ve giimrilk mevzuati dis ticaretin diizenlenmesinde ve

gerceklestirilmesinde kullanilmaktadir.

Dis Ticaret Mevzuati; bir Malin Tirkiye Giimriik Bolgesine girebilmesine ve Tiirkiye
Giuimriik Bolgesinden ¢ikabilmesine iligkin hiikiimler koyar. Kambiyo Mevzuatt; 1567
sayith TPKK (Tiirk Parasi Kiymetini Koruma Kanunu) da belirtilen kurallarin

uygulanmasidir.

Gumriik Mevzuati; Tiirkiye Giimriik Bolgesine giren ve Tirkiye Giimriik Bolgesinden
cikan bir mal ile ilgili olarak devlet kuruluslarinin aldigi her tedbirin tam olarak

uygulanmasini amaglayan bir denetim sistemini icermektedir.

Giimriik Kanunu

1615 sayili eski Giimriik Kanunu 1972 tarihinde yliriirliige girmistir ve 28 yil yiirtirliikte
kalmistir. Gerek glimriik birligi siireci gerekse eski kanunun ihtiyaglar1 tam olarak
karsilayamamasi, giimriik uygulamalarinda bir reform ihtiyaci hissettirmistir. Bu reform
2000 yilinda hayata gecirilmis ve bu siirecte, Glimriik Kanunu’nda 27.10.1999 tarih ve
4458 sayili yeni kanun 5 Subat 2000 tarihi itibariyle yiiriirliige konmustur. Boylelikle

Tiirkiye’de giimriik ve giimriik islemleri konusunda yeni bir donem baglamistir.

4458 sayil1 yeni kanun 13 kisim, 247 esas ve 6 gecici maddeden olusmustur. Bu yeni
kanunun iki hedefi vardir. Bunlardan birisi AB uyum siirecinde glimriilk mevzuatinin da

AB sartlar1 ile uyum igerisinde olmasini saglamaktir ve ikincisi de Tiirkiye’de daha etkili,

15



daha iglevsel bir glimriik rejimini hayata gecirmektir. S6zii edilen bu yasa ile Tiirkiye’de
yeni bir giimriik diizeni kurulmus, giimriik yiikiimliliigiintin sinirlar ¢izilmis, glimriik
idaresine yeni gorevler verilmis, glimriikte is takibi bir diizene alinmis ve ceza

uygulamalar1 ve hiikiimleri yeniden revize edilmistir.

Giimriik

Ulke smirlarindan esya ve mallarin giris ve ¢ikislarinda denetimlerinin  yapildig
ve vergilerinin 6dendigi kamu kurumudur. Tablo 3’te istanbul bdlgesine ait giimriik
miidirliikleri listelenmistir. Alt1 karakter ve rakamlardan olusan giimriik kodu il plaka

kodu ile baslamaktadir.

Giimriikleme

Ulkeler arasinda gergeklestirilen dis ticaret islemlerinde, mal veya hizmetlerin giimriik
bolgelerine girisi veya c¢ikisinda uygulanacak zorunlu mevzuat islemlerinin
gerceklestirilmesi  glimriikkleme kapsamina girmektedir. Gulimriikk bdolgesi iilkenin

topraklarini kapsar. Giimriik bolgesine kara sulari, i¢ sular1 ve hava sahasi da girmektedir.

Giimriik Miisaviri

27.10.1999 tarihli ve 4458 sayil1 Glimriik Kanunu ile dis ticaret islemlerini miisavirlik
hizmeti kapsaminda temsilci olarak yiiriiten meslektir. Dig ticaret ve giimriik islemleri

konularinda yazili goriis verebilirler, hakemlik veya bilirkisilik yapabilirler.
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Tablo 3. Istanbul Bélgesi Giimriik Miidiirliikleri

Giimriik Kodu  Giimriik Ad1

340100 A.H.L. Yolcu Salonu Giimriik Miidiirliigii
340300 A.H.L. Kargo Glimriik Miidiirligi

340600 Istanbul Posta Giimriik Miidiirliigii

340700 Beylikdiizii Akaryakit Giimriik Midiirlagt
340800 Karakoy Yolcu salonu Glimriik Midiirligi
340900 Haydarpasa Glimriik Midiirliigi

341200 Erenkoy Giimriik Miidiirligii

341300 Muratbey Glimriik Midiirliigi

341453 Istanbul Havalimani Giimriik Miidiirligii
342000 Trakya Serbest Bolge Giimriik Mudiirligii
342200 Istanbul Deri Serbest Bélge Giimriik
342400 Yesilkdy Gluimriik Midiirligi

342800 A.H.L. Serbest Bolge Glimriik Midiirligi
343100 Ambarl1 Glimriik Midiirliigi

343200 Sabiha Gok¢en Havalimani Giimriik Miidiirligi
343300 Zeytinburnu Giimriik Midirligi

343400 Pendik Glimriik Midiirligi

343500 Halkali Gar Glimriik Midiirligii

Giimriiklerde Beyanlarin Kontrol Usulleri

Gimriik islemi uygulanan esya i¢in yapilan beyanin dogrulugunun kontrol edilmesi
giimriik islemlerinin 6nemli bir asamasidir. Giimriik yonetmeliginin 180. maddesinde
esya i¢in yapilan beyanin dogrulugunun kontrolii asamasinda, esyanin muayene edilip

edilmeyecegi, muayene edilecekse ne kadar esyanin muayene edilecegi gibi hususlar

belirtilmistir. Dort ¢esit muayene hat kriteri bulunmaktadir.

17



Kirmzi1 Hat

Merkezdeki risk analizleri calismalar1 sonucunda BILGE iizerinden sisteme tanitilan
kriterlere takilan sevkiyatlarin gliimriik muayene memuru tarafindan fiziki muayeneye

tabi tutuldugu hattir. Bir beyanname dort sebeple kirmizi hatta yonlendirilebilir. Bunlar:

* Merkezdeki risk analizi biriminin sisteme tanittig1 profiller uyarinca;

* Gilimrik mevzuatindan kaynaklanan zorunlu yoOnlendirmeler. (Halihazirdaki
uygulamada, kirmizi hat oranini artiran ve risk profilleriyle ilgisi bulunmayan bu
kriter kirmizi1 hattan ¢ikarilmistir.)

*  Merkezdeki risk analizi biriminin belirledigi rastgele se¢im kriteri sonucu;

*  Gilimrik muayene memurunun siiphe hasil olmasi lizerine serh diiserek beyannameyi

kirmizi hatta yonlendirmesidir.

Kirmizi hatta diisen esyanin kontrolli mutlak suretle esyanin goriilmesiyle
gerceklestirilmektedir. Kirmizi hat kontrolii, ilgili glimriik muayene memurunca iig
sekilde yapilabilmektedir. Haricen muayene; yani esyanin distan goériilmesi ve beyan ile
uyustugunun tespit edilmesi halinde daha ileri gidilmemesi. Kismi muayene; esyanin bir
kismu itibariyle kaplarin agilmasi ve beyan ile uygunlugunun saglanmasi halinde diger
kaplar1 agilmamasi. Tam muayene; esyanin biitiin kaplarinin agilmasi suretiyle fiziki

kontroliiniin yapilmasi.

Sar1 Hat

Fiziki muayeneye gerek goriilmeksizin esyaya iliskin beyanname ile eklerinin dogrulugu
ve birbiriyle uygunlugunun "sar1 hat muayene memuru" tarafindan kontrol edildigi hattir.
Ancak belgelere gore tespitin yapilmasi miimkiin bulunmuyorsa veya uygunsuzluk tespit
edilirse idare amirinin uygun gormesi ile esyanin fiziki kontrole tabi tutulmasi miimkiin

bulunmaktadir.

Yesil Hat

Bu hat 6zelligi veya statiisii geregi bazi kisi veya esyaya uygulanan hattir. Burada esyanin
higbir sekilde kontrolii yapilmaz. Cok spesifik, bekletilmesine taviz verilmesi miimkiin

olmayan esya grubu i¢in uygulanmaktadir.
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Mavi Hat

Basitlestirilmis Usul ve Sonradan Kontrol birimi tarafindan, Risk Analizi Birimi
verilerinden yararlanarak (6rn: ihlallere iliskin kayitlarin incelenmesi) Giimriik mevzuati
cercevesinde belirlenmis ¢esitli kriterleri saglayan ve kendilerine "Onaylanmis Kisi Statii
Belgesi" verilen firmalar vergi numaralarina gore bilgisayar sistemine tanitilmakta ve bu
hatta giren firma esyasinin giimrilk muayenesi yapilmamaktadir. Bu hak firma bazinda
verilmektedir. Esyanin kontrolleri bu hatta daha sonraki asamada belge tiizerinden
yapilmakta, gerek goriiliirse firma kayitlarina da gidilebilmektedir. Ancak Tiirk Glimriik
idaresinin risk analizi kriterleri ¢ergevesinde bu firmalart da kirmizi hattan takip hakki

saklidir.

Giimriik Tarife Istatistik Pozisyonu

Giimriik Tarife Istatistik Pozisyonunun kisaltmas1 olarak kullanilan GTIP, Giimriik Tarife
Cetveli lizerinde yer alan 12 haneli kodu temsil etmektedir. Uluslararasi olarak ayni
kriterlere dayanarak hazirlanan bu kodlar sayesinde tasinan mal Armonize Sisteme

kaydedilmekte ve malin tanimi yapilmaktadir.

GTIP (Giimriik Tarife Istatistik Pozisyonu) numarasi, giimriik tarife cetveli {izerinde yer
alan koda verilen isimdir. Olusturulan bu kod belirli standartlar cercevesinde
hazirlanmakta ve toplamda 12 rakam igermektedir. GTIP numaralari esyanin
pozisyonuna, esyaya uygulanan gesitli vergi uygulamalarma ve Diinya Giimriik Orgiitii
ya da Avrupa Birligi tlkelerinin kullandigt Kombine Nomanklatiir kodlar1 ile

belirlenmektedir.

GTIP numaralari, Armonize Mal Tanmm ve Kodlama Sistemi kapsaminda
diizenlenmektedir. Tiim diinya genelinde kullanilan GTIP numaralar1 ve tarife cetvelleri
de bu Armonize Sistem ¢ergevesinde olusturulmaktadir. Yurtdis1 ile yapilan esya

transferleri i¢in hazirlanan tarife cetveli de bu esaslara dayanarak hazirlanmalidir.

GTIP numaralari, esyanin dahil oldugu gruplara gore farkli rakamlardan olusmaktadir.
Esyanin dahil oldugu her iiriin grubu icin farkli GTIP kodlari kullanilir. Herhangi bir
tilkenin glimriigiine giris yapan esya ise bu kodlar {izerinden islem gorerek iilkeye alinir.

GTIP numaralarinda yapilan yanlishklar ve iiriiniin farkli bir kategoriye kaydmin

19



yapilmast ise iiriin alimlarinda cesitli sorunlara yol agacagi icin, GTIP hazirlanirken tiim

detaylar dikkatli sekilde incelenmelidir.

Ozellikle yurtdist ile ¢alisan ve uluslararasi alanda tasimacilik yapan firmalar igin en
biiyiik sorulardan bir tanesi de “GTIP kodu nedir?” sorusudur. GTIP kodu, tarife cetveli
tizerinde tiriiniin dahil oldugu gruptan, tasimaciligin yapildig: {ilke standartlarina kadar
bircok detayr iceren kod olarak karsimiza ¢ikiyor. GTIP kodlar iizerinde yer alan
rakamlar da bu detaylar1 belirtecek sekilde farkli kategorilere ayrilmistir. Tarife cetveli
(Armonize Sistem) toplamda 21 boliime ve 96 fasila ayrilmaktadir. Fasillar ise 2’1i

kodlara, 4’lii pozisyonlara ve 6’11 alt pozisyonlara ayrilmaktadir.

Tiim diinya genelinde kullanilan kod, pozisyon ve alt pozisyon kodlar1 birbiri ile aynidir.
Bu sayede tasimacilik yapilan iirliniin kodlamasinda iiriinler uluslararasi olarak tiim
ilkelerde anlasilir hale gelir. Kodlarin tiim diinyada ayn sekilde hazirlanmasi, belirtilen
iiriinlerin birbiri ile karismasinin &niine gegilmesini saglar. GTIP koduna &rnek verecek

olursak, iilkemizde elmanin GTIP kodu 08.08.10.80.00.19 olarak kabul edilir.

12’li kodlama sisteminde farkli kod gruplar1 iirlin hakkinda farkli detaylarin

belirtilmesinde kullanilir. Temel olarak bakacak olursak;

e Ilk 4 rakam esyanin pozisyon numarasini belirtmekte kullanilir,

e Ik 6 rakam ise esya pozisyon numarasi ile birlikte Diinya Giimriik Orgiitii tarafindan
belirtilen ve tiim diinya iilkelerinde kullanilan Armonize Sistem Nomanklatiir
kodunu igerir,

e 7 ve 8. haneleri Avrupa Ulkeleri tarafindan belirtilen Kombine Nomanklatiir kodunu
ifade eder,

e 9ve 10. haneler, ifade edilen mala uygulanan farkli vergi uygulamalarini ifade etmek
i¢in kullanilir. Uriine farkli bir vergi uygulamas1 yapilmiyor ise GTIP kodunda bu
alan 00 ile belirtilir.

11 ve 12. haneler ise Giimriik Tarife Istatistik kodunu ifade etmek icin kullanilir.

Giimriik Beyannamesi

Gumriik beyannamesi diizenlenerek yazili giimriik beyam1 yapilir. Gilimriik

beyannamesinin yapisi, hangi bilgilerden olusacagi ve nasil hazirlanacagi giimriik
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mevzuati ile belirlenir. Giimriik beyannamesi birgok bilgi icerir. Ornegin génderici-alict
firma bilgileri, tarife, tasima bilgileri, kiymet, mense, mevcut ise 6denecek vergiler, esya
icin  gerekli belgeler gibi bilgileri igerecektir. Avrupa Birligi  iiyesi
tilkelerde kullanilmakta olan giimriik beyannamesi formu 1 Ocak 1996 tarihinden beri
tilkemizde de kullanilmaktadir (Giimriik Rehberi, 2022). Sekil 5’te 6rnek bir glimriik

beyanname formunun birgok bilgiden olustugu goriinmektedir.

W R — coi:a0 Q0Q0001 —5evan
11 61 GONDERICI FIRMA| 1M 4 ERENKOY GUMRUK MUCURLOG
| GONDERICT FIRMA UNVAN - e 116-2362
GONDERICI FIRMA ADRES t | 1 2 01.04.2016
GONDERICT FIRMA IL ILGCE 004 Ty —— - B
1 S 116-2362
el . . MS VERGE NO
= ALICT FIRMA VERGE NO MALI SORUMLU UNVAN
21 _ |ALICE FIRMA UNVAN MAL] SORUMLL ADRES
2| 5 |ALICT FIRMA ADRES HA‘ 1 SORUMLU lL ILCE o,z
2! 2 |ALKCT FIRMA IL ILCE . 052 .
1 B oo« -~ 004
g1 3 | ooern e - BEYAN EDEN VERGE NO ' - 5 rf
51 S BEYAN EDEN UNVAN TORKIYE 952 052
=1 § IBEYAN E0EN ADRES " — - -
5|7 [BEYAN €OEN 1L ILCE . 052 TORXIYE
KAMYON TASIT ADI 1052 | 0 CIF | ISTANBUL
KAMYON TASIT ADI Qs USD ' $,500.00 2.85971 11
r—— e | = e | U7 % ————— " e 006202603034
10 fuwes | oo AMaARu GUM. MUD.S T. GARANTI BANKAS] A.5. - AVCILAR
1-6j -c.wmume TIR GUMRUK KEND! DEPOSU 3 MAL MUKABILS OOEME
B ocap 100 Adet (Uml) Markas : ADDR - Kullandmnames L £ 2501.00.30 el
Tican Tarsrm: DENIZ SUYY _ON 3 | * 50000 AT
} 450 00
:eunoowooocox 01.04.2016
Fatura V 01.04.2016/00000 1 - Ithal egyasina & Krymet Bldinm Formy 100 ACET 5,500 00f =
V 01.04,2016/E IMZA - A TR Dolagm Belges V 01.04,2016/A400001 rs O .
Vok_ No-tar:1 NOT. 00001/01.04.2014
5,500.00
10 15,728.35 0 op
40 18,234,123 18 3279472 P "
8% 0o 0.0 63.80 P FATURA 15,728.35 GVM 15,728.35
991 941.98. 00 941.98 P NnavIUN 0.00 GV 3 0.00
SIGORTA - 0.00 ¥.1Gt : 2,441 98
CIF : 1572835 KDVM : 18,234.13
v.DiSt 0.00
4,285.25

ISTANBUL 01.04.2016
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Glimriikk beyannamesi bilgisayar sistemi iizerinde birden fazla ekrandan olusur.
Ekranlardaki alanlardan doldurulmas:t zorunlu olanlara istenilen bilgiler girilerek
beyanname giimriik bilgisayar sistemine kaydedilir. BILGE sistemine kaydedilen giimriik
beyannamesine tescil numarasi diye adlandirilan degismez ve tekil bir numara sistem
tarafindan verilir. Bu numaranin i¢eriginde, i¢cinde bulunulan yilin son iki hanesi, glimriik
idaresinin kodu, yapilan islemin ithalat (IM) veya ihracat (EX) oldugu bilgisi ve tescil

sira numarasi bulunur (Giimriik Rehberi, 2022).

Beyanname tescili giimriik beyaninin bu sekilde giimriik idaresi kayitlarina aktarilmasina

denir.

Uluslararas1 bir lojistik firmasinin kendi biinyesinde gelistirilen beyanname program
arayiiz o6rnegi Sekil 6’da goriinmektedir. Islemlerin biitiin asamalar1 bu program

tizerinden giimriik sistemlerinin sagladig: servislerle yapilabilmektedir.
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Beyanname olusturma siireci Sekil 7°de gosterilmektedir. Beyanname iizerindeki
bilgilerin ilgili giimriik idarelerine sunulmadan Once titizlikle girisinin yapilmasi
gerekmektedir. Normal siirecte bu bilgilerin hepsi kullanici tarafindan girilmektedir fakat
bu siiregte eger imkan varsa bazi iyilestirmeler bulunmaktadir. Ilgili miisterinin
saglayacagi text, excel, pdf, word ve xml (Extensible Markup Language) gibi elektronik
ortamdaki dokiimanlarin aktarimi ile bilgilerin 6nemli bir boliimiiniin girisi yardimei
programlar ile yapilmaktadir. Yine miisteri ile imkan varsa yapilan entegrasyon ile
bilgiler ftp (File Transfer Protocol), sftp (Secure File Transfer Protocol) ve web servis
gibi c¢esitli platformlar tizerinden alinarak bilgi beyannameye otomatik olarak
aktarilabilmektedir. Elektronik ortamdaki dokiimanlarin kullanilmasi ve entegrasyon ile

beyanname olusturma siireci daha hizli ve daha dogru bir sekilde yapilabilmektedir.

| KULLANICT GIRIS] [—~
| PARCA GIRIS }—. BEYANNAMEDEK] GOMEOK
PORUNLY ALANLARIN ——t  EONTROLUNE
| MALIEME TAKIF DOLDURLULMAS] GONDER M
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_'_'_,_,.,-'-"""'_f e ""-F----F- X
SORUMLARI F YOR
KONTROLET VE LIS | | paTe |
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Sekil 7. Beyanname Olusturma Siireci

Sekil 7°de goriildiigii tizere hazirlanan beyannameler ilgili giimriik idarelerine kontrol
servisi ile sunulmaktadir ve hatasiz gelen beyannameler tescil servisi kullanilarak

sonuglandirilmaktadir. Hata gelen kontrol sorgulamalarinda beyannamedeki diizeltmeler
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yapilarak islem kontrol servisi ile baslanarak tekrarlanmaktadir. Beyanname kontrol ve

tescil islemlerinde kullanilan bu servisler BILGE sistemi tarafindan saglanmaktadir.

Bilge Sistemi

Dis ticaret islemlerinde Tiirkiye’ye giren veya c¢ikan esyanin giimrikk islemlerinin
yapilabilmesi icin, bu esya ve yapilan dis ticaret islemi hakkinda glimriik idaresine bir
bildirimde bulunulmasi gereklidir. Giimriik beyan1 bu bildirime denmektedir. Giimriik
mevzuatina gore gimriik beyanlar1 veri isleme yontemiyle elektronik olarak
yapilabilmektedir. Yazili giimriik beyam elektronik olarak yapilmak istendiginde, BILGE
(Bilgisayarli Gumriik Etkinlikleri) adi verilen sistem kullanilir. Gliimriik iglemlerinin
bilgisayar ortaminda yiiriitiilmesi amaciyla gelistirilen ve kullanilan uygulamaya verilen
isim BILGE sistemidir. BILGE sistemi, esyanin giimriik alanina girisinden ¢ikisina kadar
tim glimriik islemlerinin ger¢cek zamanli olarak bilgisayar ortaminda yiiriitiilmesini
saglar. Giimriik islemleri yapilirken giimriik idaresine verilmesi gereken formlar BILGE

sistemi sayesinde elektronik ortamda doldurulabilir (Giimriik Rehberi, 2022).

BILGE Sistemine giris yapmak igin bir kullanict koduna ve bir sifreye ihtiyag
vardir. BILGE kullanic1 kodunu almak igin herhangi bir giimriik idaresine bagvurulmasi
yeterlidir. Kullanici kodu talebinin onaylanmasi durumunda sisteme giris igin bir sifre

belirlenmesi gerekir. Belirlenen sifre http://www.customs-edi.gov.tr adresinden aktif

hale getirilereck BILGE sistemine giris yapilir. Sifre degisikligi yapilmasi gerekirse,

bunun i¢in de giimriik idaresine dilekge ile bagvurulmas: gerekir.
BILGE sistemine 3 sekilde baglant: saglanabilir:

e Gilimriik idarelerinde bulunan veri giris salonlarindaki bilgisayar araciligiyla
e Paket yazilimlar kullanarak

e Internet tizerinden

Delphi Metodu

Grup yargilarini ortaya g¢ikarmak ve gelistirmek i¢in kullanilan bir teknik olarak
tanimlanmaktadir (Dalkey, 1969). Teknigin amacina daha derinlemesine bakildiginda,
Delphi metodunun kullanilmasinin, karmasik problemler, pahali ¢cabalar ve belirsizlikler

karsisinda uzman goriislerinin bir fikir birligini toplamak ic¢in yapilandirilmis grup
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iletisimini  kolaylastirmak igin oldugu goriilmektedir (Grime ve Wright, 2016).

Yapilandirilmig grup ¢aligmalarinin yapilandirilmamislara gére daha dogru tahminlere

yol agmasi ilkelerine dayanir. Delphi yonteminin temel amaci, bu uzmanlari karsilikli bir

anlagsmaya varmaya tesvik etmek ve bir grup uzlasmasi olusturmaktir. Bir¢ok endiistri ve

kurulug, bu yontemi is tahminleri veya endiistri tahminleri, hiikiimet planlamasi veya

finansal stratejiler gibi yapisal kararlar i¢in kullanabilir.

Delphi yontemini kullanmanin avantajlar1 sunlardir:

Uzmanlardan bilgi edinme: Delphi yontemi, herhangi bir tartismay1 ¢ézmenin veya
sizin ve diger ekip tiyelerinin sahip olabilecegi karmasik sorunlari ¢6zmenin harika bir
yoludur. Uzmanlarin tiimii, kurulusunuz i¢in faydali olabilecek mantikl1 bir anlagmaya
varabilir.

Diiriist cevaplar almak: Cevaplarin tlimii isimsiz oldugundan, panelistler yarg: veya
tepki almadan diiriist cevaplarin1 vermekte kendilerini daha rahat hissedeceklerdir.
Aldigimiz girdinin dogru oldugunu bilerek de kendinizi giivende hissedebilirsiniz.
Giglii bir grup fikir birligine varmak: Uzmanlar belirli konularda baska diislinceler ve
akil yiiriitmeler duyduklarinda, bu onlarin fikirlerini daha kolay etkileyebilir. Bu,
uzmanlarin ayni karar1 veya fikri daha fazla kisinin destekledigi bir grup kararma

varmalarini saglar ve bu da aldiklar karar1 uygulama konusundaki giiveninizi artirir.

Delphi yontemini kullanmanin dezavantajlari sunlar olabilir:

Canl1 bir tartismanin olugmasini engelleme: Katilimeilar hala geri bildirim saglarken,
girdilerinin ¢ogu anonim olarak bir ankete yazildigindan, orijinal fikirleri beyin
firtinas1t yapmiyor veya fikirlerini 6zgilirce sdylemiyorlar. Bu, profesyoneller
arasinda ileri geri iletilen diiriist diislincelerin canl1 bir tartismasini dnleyebilir.
Yavas yanit verme siireleri: Bir soruna ¢6ziim bulmaniz veya hizl bir sekilde karar
vermeniz gerekiyorsa, takip edebileceginiz daha iyi secenekler olabilir. Delphi
yontemi, anketlerin dagitilmasi, toplanmasi ve gzden gecirilmesinden olusan birkag
turdan olustugu i¢in, genellikle giiniin biiyiik bir boliimiinii kullanir.

Yanitlar ¢cok az deger saglayabilir veya hi¢ deger saglamayabilir: Katilimcilarin bir
fikir birligine varamamasi nedeniyle, aldigimiz yanitlarin ¢ok az veya hi¢ deger

vermeme olasilig1 calisma boyunca olabilir.
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Sekil 8’de modellerin belirlenme siirecinde Delphi Metodunun uygulanma asamalari
gosterilmektedir. Siire¢ istenen basarim orani yakalanincaya kadar tekrarlanabilmektedir.
Bu tekrarlar sonucu istenilen sonucun elde edilememesi sebebiyle modelden
vazgecilebilmektedir. Bagarim orani istenilen diizeyde olan model yapilan uygulamada
kullanilmak tizere segilmektedir. Segilen modelin basarim orani en yiiksek olan 6grenme
algoritmast egitim sonucu tahminlemede kullanilmak ig¢in ikili (binary) dosyada

saklanmaktadir.

MEVZUAT EKiBI ILE CIKTIBILGISI VE
. ORUST OZNITELIKLER ICIN
TAHMINLEME COLUFULIIRER -
STATEITL BT (ETTET TAHMINLEME MODEL
e YAPILACAK CIKTI OLUSTURULARAK
VER]'ILME]DSLIi:J ‘R BILGisi iCIN UZERINDE OGRENME
OZNITELIKLERIN ATLGORITMALARININ
TESPIT EDILMESI CALISTIRILMASI
ISTENEN BASARIM ISTENEN BASARIM
SR IIELIDIERT ORANINA ORANINA
\EVZEIZETUIR ULASILAMAMASI ULASILMASI

MODEL KABUL
EDILIR

Sekil 8. Delphi Metodu Siireci

Makine Ogrenmesi

Makine Ogrenimi veya makine Ogrenmesi, bilgisayarlarin algilayici verisi ya da veri
tabanlar1 gibi veri tiirlerine dayali ogrenimini miimkiin hale
getiren algoritmalarin tasarim ve gelistirme siiregleriyle ilgilenen bir bilim dahdir.
Makine 6grenimi arastirmalari, bilgisayarlara karmasik Oriintiileri algilama ve veriye
dayali akilc1 kararlar verebilme becerisi kazandirma konularina odaklanmaktadir. Makine
O0grenimi  bu  bakimdan, istatistik, veri  madenciligi, olasilik  kurami, oriintii
tanima, uyarlamali denetim, yapay zeka ve kuramsal bilgisayar bilimi gibi alanlarla

ilintilidir.
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Makine ogrenimi, bilgisayarlarin, acgik¢a programlanmadan gorevleri nasil yerine
getirebileceklerini kesfetmelerini igerir. Belirli gorevleri yerine getirmeleri i¢in saglanan
verilerden Ogrenen bilgisayarlar1 kapsar. Bilgisayarlara atanan basit gorevler igin,
makineye eldeki sorunu ¢dzmek i¢in gereken tiim adimlari nasil uygulayacagini bildiren
algoritmalar programlamak miimkiindiir; bilgisayar tarafinda 6grenmeye gerek yoktur.
Daha gelismis gorevlerde insan icin gerekli algoritmalari elle olusturmak zor olabilir.
Uygulamada, insan programcilarin gerekli her adimi belirlemesinden ziyade, makinenin

kendi algoritmasii gelistirmesine yardimci olmak daha etkilidir.

Makine 6grenimi disiplini, bilgisayarlara tam olarak tatmin edici bir algoritmanin
bulunmadig1 gorevleri gergeklestirmeyi 6gretmek i¢in gesitli yaklagimlar kullanir. Cok
sayida olas1t yanitin oldugu durumlarda, dogru yanitlardan bazilarimi gecerli olarak
etiketlemek bir yaklasimdir. Bu, daha sonra bilgisayarin dogru yanitlar1 bulmak icin
kullandig1 algoritmay1 ya da algoritmalari gelistirmede egitim verisi olarak kullanilabilir.
Ornegin, sayisal karakter tanima gorevinde sistemi egitmek icin el yazisiyla yazilmis

rakamlarin MNIST veri kiimesi siklikla kullanilir.

Makine 6grenimi terimi 1959'da bilgisayar oyunlar1 ve yapay zeka alaninda éncii ve IBM
calisan1 olan Amerikali Arthur Samuel tarafindan icat edildi (Kohavi ve Provost, 1998).
1960'larda makine 6grenimi arastirmasmnin temsili bir kitabi olan Nilsson'un Ogrenme
Makineleri hakkindaki kitabinda yer alan ¢ogunlukla 6riintii siniflandirmasi i¢in makine
ogrenimi ile ilgilidir. 1973'te Duda ve Hart tarafindan yapilan model g¢alismasi
tanimlandigr gibi 1970'lerde de devam etti. 1981'de, bir sinir agimin bir bilgisayar
terminalinden 40 karakteri (26 harf, 10 rakam ve 4 6zel sembol) tanimay1 6grenmesi i¢in

Ogretme stratejilerinin kullanimina iligkin bir rapor verildi.

Tom M. Mitchell, makine 6grenimi alaninda incelenen algoritmalarin genis Olgilide
alintilanan daha resmi bir tanimin1 yapti: Bir bilgisayar programinin performans ol¢iisii
“P” ve baz1 “T” gorev smflartyla ilgili olarak “T” gdrevlerindeki performansi “E”
deneyimiyle iyilesiyorsa “P” ile ol¢iildiigii gibi E deneyiminden 6grendigi soylenir
(Mitchell, 1997). Makine 6grenimi mevcut olan gorevlerin bu tanimi, alani biligsel
terimlerle tanimlamak yerine temelde operasyonel tanim sunar. Bu, Alan Turing'in

“Bilgisayar Makineleri ve Zeka” (Turing, 2009) adli makalesinde “Makineler diisiinebilir
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mi?” “Makineler bizim (diisiinen varliklar olarak) yapabildigimizi yapabilir mi?”

sorusuyla degistirilir.

Giiniimiiziin modern makine 6greniminde iki ama¢ bulunmaktadir. ilk amag verileri
gelistirilen modellere gore siniflandirmaktir. Diger amag ise gelecekteki sonuglar i¢in bu
modellere dayali olarak tahminler yapmaktir. Verileri siniflandirmaya 6zgii varsayimsal
bir algoritma, kanserli benleri siniflandirmada onu egitmek icin denetimli 6grenmeyle
birlestirilen mollerin bilgisayar goriisii kullanabilir. Hal boyle olunca, hisse senedi ticareti
icin bir makine 6grenme algoritmasi, tiiccara gelecekteki potansiyel tahminler hakkinda
bilgi verebilir. Makine 6grenimi giiniimiizde birgok farkli alanda kullanilmaktadir.
Otomotiv sektoriinde sensor verileri ile siirliciisiiz ara¢ ¢alismalarinda, konugma tanima
teknolojisinde, bilgisayarli gérmede nesne tanima, hastalik belirtilerinin tespiti ve risk
hesaplamalarinda, kredi kart1 dolandiriciligi denetiminde, arama motorlarinda, pazarlama
ve eglence sektoriinde, trafik tahmininde, duygu analizinde ve bir¢ok farkli alanda

kullanilmastr.

Insan sezgisine olan gereksinimi tiimiiyle ortadan kaldirmaya calisan makine dgrenimi
sistemleri mevcuttur. Bununla birlikte insan ve makine arasinda is birligine dayali bir
yaklagim benimseyen makine 6grenimi sistemleri de vardir. Sistemi tasarlayan kiginin
verinin kodlanma sekli tizerinde tiimiiyle karar vermesi insan sezgisinin tiimiiyle ortadan
kaldirilmasin1 imkansiz hale getirmektedir. Deneysel tekniklerin otomatiklestirilme

cabast makine 6grenimi olarak goriilmektedir.

Ogrenme Yaklasimlar

Makine 6grenimi algoritmalart ile veriler kullanilarak 6grenme siireci insan miidahalesi
olmadan yapilir. Ogrenme siirecindeki deneyimler ile gelisim gergeklestirilir. Hedeflenen

sonuca gdre makine 6grenimi algoritmalar1 birkag sinifa ayrilabilmektedir.

Gozetimli Ogrenme

-----
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Pekistirmeli Ogrenme

Diinya algisina dayali bir 6grenme yontemidir. Her islem ortamda bir etki olusturmakta

ve ortam, 6grenme algoritmasina yol gdsteren Odiiller biciminde doniitler vermektedir.

Yar1 Gozetimli Ogrenme

Uygun islev ya da smiflandiricilar olusturmak i¢in etiketli ve etiketsiz 6rnekleri birlikte

ele alan 6grenme yontemidir.

Ogrenmeyi Ogrenme

Onceki deneyimlerden yararlanan 8grenme yontemidir.
Makine 6grenimi algoritmalari genellikle denetimli veya denetimsiz olarak siniflandirilir.

Denetimli makine 6grenimi algoritmalari, etiketli 6rnekler kullanarak gelecekteki olaylari
tahmin etmek i¢in gegmiste dgrenilenleri yeni verilere uygulayabilir. Bilinen bir egitim
veri setinin analizinden baslayarak, O0grenme algoritmasi, ¢ikti degerleri hakkinda
tahminler yapmak i¢in dogru bilinen bir 6nermeden yeni Onermeler ¢ikararak bir
fonksiyon iiretir. Sistem, yeterince egitildikten sonra herhangi bir yeni girdi igin tahminler
saglayabilir. Ogrenme algoritmasi ayn1 zamanda ¢iktisini istenen cikti ile karsilastirabilir

ve modeli buna gére uyarlamak igin hata tespiti yapabilir.

Egitmek i¢in kullanilan bilgiler smiflandirilmadiginda veya etiketlenemediginde
denetimsiz makine 6grenimi algoritmalar1 kullanilir. Denetimsiz 6grenme, sistemlerin
etiketlenmemis verilerden bilinmeyen bir yapiy1 tespit etmek igin bir islevi nasil
cikardigint konu edinir. Sistem dogru ¢iktiyt bulmaz, ancak verileri arastirir ve
etiketlenmemis verilerden bilinmeyen yapilar1 tanimlamak igin veri Setlerinden

cikarimlar yapabilir.

Yar1 denetimli makine 6grenimi algoritmalari, denetimli ve denetimsiz 6grenme arasinda
bir yere konumlanmaktadir. Cilinkii egitim i¢in hem etiketli hem de etiketsiz verileri
kullanmaktadir. Genellikle az miktarda etiketli veri ve biiyiikk miktarda etiketsiz veri
segilerek uygulanmaktadir. Ogrenme dogrulugu bu yoéntemi kullanan sistemlerde ciddi

miktarlarda arttirilabilir. Genellikle, yar1 denetimli 6grenme, edinilmis etiketli veriler onu
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egitmek ve ondan 6grenmek i¢in nitelikli ve ilgili kaynaklar gerektirdiginde segilir. Aksi

durumda, etiketlenmemis verilerin elde edilmesi i¢in genellikle ek kaynak ihtiyaci olmaz.

Pekistirmeli makine 68renimi algoritmalari, eylemler lireterek ve hatalar1 veya odilleri
kesfederek ¢evresiyle etkilesime giren bir 6grenme yontemidir. Deneme yanilma yontemi
ve gecikmis 0diil, pekistirmeli 6grenmenin en belirgin 6zellikleridir. Bu ydntem,
makinelerin ve yazilimlarin performansini en iist Seviyeye ¢ikarmak i¢in belirli bir dl¢iide
ideal davranmisin otomatik olarak belirlenmesine imkan tanir. Hangi eylemin en iyi
oldugunu 6grenmesi igin basit 6diil geri bildirimine ihtiya¢ vardir. Bu basit 6dil geri

bildirimi ihtiyacina takviye sinyali denmektedir.

Makine 6grenimi, biiyilkk miktarda verinin analiz edilmesini saglar. Firsatlarin veya
risklerin belirlenmesinde genellikle daha hizli ve daha dogru sonuglar verirken, dogru
sekilde egitilmesi i¢in ilave zaman ve kaynak da gerektirebilir. Makine 6grenimini yapay
zeka ve biligsel teknolojilerle birlestirmek, biiyiik hacimli bilgilerin islenmesinde daha da

etkili olmasini saglayabilir.

Makine Ogrenmesi Algoritma Tiirleri
Regression

Regresyon, bir diger 6nemli ve yaygin olarak kullanilan istatistiksel ve makine 6grenimi
aracidir. Regresyona dayali gérevlerin temel amaci, verilen girdi verileri i¢in sayisal
degerler olan ¢ikt1 etiketlerini veya yanitlar1 tahmin etmektir. Cikti, modelin egitim
asamasinda 6grendiklerine dayanacaktir. Temel olarak, regresyon modelleri, girdiler ve
karsilik gelen ¢iktilar arasindaki belirli iliskiyi 6grenmek i¢in girdi veri 6zelliklerini
(bagimsiz degiskenler) ve bunlara karsilik gelen siirekli sayisal ¢ikti degerlerini (bagimli

veya sonug degiskenleri) kullanir (Freedman, 2009).
Regresyon modelleri sunlardir:

e Basit regresyon modeli - Bu, tahminlerin verilerin tek, tek degiskenli bir 6zelliginden
olusturuldugu en temel regresyon modelidir.
e (Coklu regresyon modeli - Adindan da anlasilacagi gibi, bu regresyon modelinde

tahminler, verilerin ¢oklu 6zelliklerinden olusur.
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Regresyon tiirleri sunlardir:

e Tahmine dayali analiz i¢in Linear regresyon kullanilir. Linear regresyon, Kriter veya
skaler yanit ile ¢oklu tahmin ediciler veya agiklayici degiskenler arasindaki iliskiyi
modellemek icin dogrusal bir yaklagimdir. Linear regresyon, tahmin edicilerin
degerleri verilen yanitin kosullu olasilik dagilimina odaklanir. Linear regresyon i¢in,
fazla ezbere 6grenme tehlikesi vardir.

e Egrisel veriler i¢in Polynomial regresyon kullanilir. Polynomial regresyon en kiigiik
kareler yontemine uygundur. Regresyon analizinin amaci, bagimsiz degisken x ile
ilgili olarak bir bagimli degisken y'nin beklenen degerini modellemektir.

e Regresyon modellerini tahmine dayali modellerle uydurmak i¢in Stepwise regresyon
kullanilir. Otomatik olarak gergeklestirilir. Her adimda degisken, aciklayici
degiskenler kiimesinden eklenir veya ¢ikarilir. Kademeli regresyon i¢in yaklagimlar,
ileriye dogru secim, geriye dogru eleme ve ¢ift yonlii elemedir.

e Ridge regresyon, ¢oklu regresyon verilerini analiz etmek i¢in bir tekniktir. Coklu
baglant1 olustugunda, en kiicilik kareler tahminleri yansizdir. Regresyon tahminlerine
bir derece yanlilik eklenir ve sonug olarak sirt regresyonu standart hatalari azaltir.

e Lasso regresyonu hem degisken se¢imi hem de diizenlilestirme gerceklestiren bir
regresyon analizi yontemidir. Lasso regresyonu, yumusak esikleme kullanir. Lasso
regresyonu, son modelde kullanilmak iizere saglanan ortak degiskenlerin yalnizca bir
alt kiimesini seger.

e FElasticNet regresyon, lasso ve ridge yontemlerinin cezalarim1i dogrusal olarak
birlestiren diizenli bir regresyon yontemidir. ElasticNet regresyon, destek vektor

makineleri, metrik 6grenme ve portfoy optimizasyonu i¢in kullanilir.

Ornek bir linear regresyon modeli, Sekil 9°da gésterilmektedir. Burada degiskenler
arasindaki iliski dogrusal egimli (y=mx+c) diiz bir ¢izgi olarak gosterilir. X'in (bagimsiz
degisken) degeri arttik¢a, y'nin (bagimli degisken) degeri de ayn1 sekilde artmaktadir.
Dogrusal regresyonda veriler Sekil 9’da gosterildigi gibi dogrusal ¢izgi boyunca diizgiin
dagitimlidar.
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Sekil 9. Linear Regresyon Modeli

Siniflandirma (Classification)

Siniflandirma algoritmalar1 denetimli makine 6grenimi algoritmalaridir. Kategorik
degerleri tahmin etmek ic¢in Smiflandirma algoritmalarma ihtiyacimiz vardir.
Siniflandirma algoritmasi, egitim verileri temelinde yeni gdzlemlerin kategorisini
belirlemek igin kullanilan bir Denetimli Ogrenme teknigidir. Siniflandirmada, bir
program verilen veri setinden veya gbézlemlerden 6grenir ve ardindan yeni gézlemi bir
dizi smifa veya gruba smiflandirir. Smiflandirmanin ¢ikti degiskeni kategoridir.
Siniflandirma algoritmasi1 Denetimli bir 6grenme teknigi oldugundan, etiketlenmis girdi
verilerini alir. Karsilik gelen ¢ikti ile girdi igerdigi anlamina gelir. Simiflandirma
algoritmasinin temel amaci, belirli bir veri kiimesinin kategorisini belirlemektir ve bu
algoritmalar temel olarak kategorik verilerin g¢iktisini tahmin etmek igin kullanilir

(Gnanadesikan, 1977).

Binary, Multi-Class, Multi-Label ve Imbalanced olmak iizere 4 ana siniflandirma tiirii

vardir.

e Binary
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Binary simiflandirma, iki siif etiketine sahip siniflandirma gorevlerini ifade eder. E-posta
spam algilama (spam veya degil), Churn tahmini (churn veya degil), doniisiim tahmini

(satin alin veya almayin) bu gorevlere 6rnek verilebilir.

Binary siniflandirma goérevleri, normal durum olan bir sinifi ve anormal durum olan bagka
bir sinifi igerir. Ornegin, "spam degil" normal durumdur ve "spam" anormal durumdur.
Baska bir Ornek, "kanser tespit edilmedi", tibbi bir test iceren bir gdrevin normal
durumudur ve "kanser tespit edildi”, anormal durumdur. Normal durum sinifina 0 sinif

etiketi atanir ve anormal duruma sahip sinifa sinif etiketi 1 atanir.

Her 6rnek i¢in bir Bernoulli olasilik dagilimini tahmin eden bir modelle ikili siniflandirma
gorevini modellemek yaygindir. Bernoulli dagilimi, bir olayin 0 veya 1 olarak ikili bir
sonuca sahip olacagi bir durumu kapsayan ayr1 bir olasilik dagilimidir. Siniflandirma igin
bu, modelin sinif 1'e ait bir drnegin veya anormal durumun olasiligini tahmin ettigi

anlamina gelir.

Sekil 10°da Binary siniflandirma ile iki sinifa ait etiketlerin dagilimi gosterilmistir.
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Sekil 10. Binary Smiflandirma

33



e Multi-Class

Multi-Class siniflandirma, ikiden fazla sinif etiketine sahip olan siniflandirma gérevlerini
ifade eder. Yiiz siniflandirmasi, bitki tlirlerinin siiflandirilmasi ve optik karakter tanima

ornek olarak verilebilir.

Binary siniflandirmadan farkli olarak, Multi-Class smiflandirma, normal ve anormal
sonuglar kavramina sahip degildir. Bunun yerine, 6rnekler bilinen bir dizi sinif arasindan

birine ait olarak siniflandirilir.

Bazi problemlerde smif etiketlerinin sayis1 ¢ok fazla olabilir. Ornegin, bir model bir
fotografin bir yiiz tanima sistemindeki binlerce veya on binlerce yiiz arasindan birine ait
oldugunu tahmin edebilir. Metin ¢eviri modelleri gibi bir kelime dizisini tahmin etmeyi
iceren problemler de Multi-Class siniflandirmanin 6zel bir tiirii olarak kabul edilebilir.
Tahmin edilecek kelime dizisindeki her kelime, kelime hazinesinin tahmin edilebilecek
olas1 siniflarin sayisini tanimladigi ve boyut olarak on veya yiiz binlerce kelime olabilen

¢ok siifl1 bir siniflandirma igerir.

Multi-Class bir siniflandirma gorevini, her drnek igin bir Multinoulli olasilik dagilimini
tahmin eden bir modelle modellemek yaygindir. Multinoulli dagilimi, bir olayin kategorik

bir sonucu olacagi bir durumu kapsayan ayri bir olasilik dagilimidir.

Binary siniflandirma i¢in kullanilan bir¢ok algoritma, Multi-Class simiflandirma igin

kullanilabilir.

Sekil 11°’de ikiden fazla smif etiketine sahip Multi-Class siniflandirma dagilimi

gosterilmistir.
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Sekil 11. Multi-Class Simniflandirma
e Multi-Label

Multi-Label siniflandirma, her 6rnek igin bir veya daha fazla smif etiketinin tahmin
edilebilecegi, iki veya daha fazla sinif etiketine sahip olan siniflandirma gorevlerini ifade

eder.

Multi-Label smiflandirma gorevlerini, her bir ¢iktinin bir Bernoulli olasilik dagilimi
olarak tahmin edildigi, birden ¢ok ¢iktiy1 tahmin eden bir modelle modellemek yaygindir.

Bu aslinda her 6rnek i¢in ¢oklu Binary siniflandirma tahminleri yapan bir modeldir.

Binary veya Multi-Class siniflandirma i¢in kullanilan smiflandirma algoritmalari,
dogrudan Multi-Label smiflandirma igin kullanilamaz. Algoritmalarin ¢ok etiketli
versiyonlar1 olarak adlandirilan standart siniflandirma algoritmalarinin 6zel versiyonlari
kullanilabilir. Bunlar Multi-Label Decision Trees, Multi-Label Random Forests ve Multi-

Label Gradient Boosting algoritmalaridir.
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e Imbalanced

Imbalanced siniflandirma, her siniftaki 6rnek sayisinin esit olmayan sekilde dagildig:
simiflandirma gorevlerini ifade eder. Tipik olarak, Imbalanced siiflandirma gorevleri,
egitim veri kiimesindeki orneklerin ¢ogunlugunun normal siifa ve Orneklerin az bir
kisminin anormal smifa ait oldugu Binary smiflandirma gorevleridir. Dolandiricilik

tespiti, aykir1 deger tespiti ve tibbi teshis testleri 6rnek olarak verilebilir.

Bu problemler, 6zel teknikler gerektirebilse de ikili simiflandirma goérevleri olarak
modellenmistir. Sekil 12°de 6rneklerin cogunlugunun normal sinifa ve 6rneklerin az bir

kisminin anormal sinifa ait oldugu Imbalanced siniflandirma dagilimi gosterilmistir.
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Sekil 12. Imbalanced Siniflandirma

Clustering

Kiime analizi veya kiimeleme, denetimsiz bir makine 6grenimi gorevidir. Verilerdeki
dogal gruplandirmayi otomatik olarak kesfetmeyi igerir. Denetimli 6grenmenin (tahmini
modelleme gibi) aksine, kiimeleme algoritmalar1 yalnizca girdi verilerini yorumlar ve

0zellik alaninda dogal gruplar1 veya kiimeleri bulur.
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Kiimeleme teknikleri, tahmin edilecek bir sinif olmadiginda, bunun yerine orneklerin

dogal gruplara boliinecegi durumlarda uygulanir.

Bir kiime, genellikle, etki alanindaki 6rneklerin (gozlemler veya veri satirlar1) kiimeye
diger kiimelerden daha yakin oldugu, 6zellik alanindaki bir yogunluk alanidir. Kiime, bir
ornek veya nokta 6zellik uzay1 olan bir merkeze (merkez) sahip olabilir ve bir sinir1 veya
kapsami olabilir. Bu kiimeler, muhtemelen, Orneklerin alindigi etki alaninda, bazi
orneklerin diger orneklere gére daha giiclii bir benzerlik tasimasina neden olan bir
mekanizmayi yansitir. Belirlenen kiimelerin degerlendirilmesi 6zneldir ve kiimelenmeye
0zgii bircok nicel dl¢li olmasina ragmen bir alan uzman gerektirebilir. Tipik olarak,
kiimeleme algoritmalari, bir algoritmanin kesfetmesi beklenen 6nceden tanimlanmis

kiimelere sahip sentetik veri kiimeleri tizerinde akademik olarak karsilastirilir (Estivill-

Castro, 2002).

Kiimeleme, denetimsiz bir 6grenme teknigidir, bu nedenle herhangi bir yontemin
ciktisinin kalitesini degerlendirmek zordur. Sekil 13’te kiimeleme teknigi gorsel olarak

verilmektedir.
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Sekil 13. Clustering

Makine Ogrenmesi Algoritmalari
Gaussian Naive Bayes

Makine Ogreniminde, bilgi ve veri analizinde, kategorilerin siniflandirilmasinda,
siirecleri tahmin etmedeki hizi ve dogrulugu ile karakterize edildigi i¢in ¢ok 6nemli

algoritmalardir (Shang, Li, Deng, ve He, 2017). Bu yontem Bayes teorisine (Efron, 2013)
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dayanmaktadir, ¢iinkii bu teori ilk kez 1763'te Ingiliz bilim adanmi Thomas Bayes
tarafindan yayinlanan bir makalede ortaya ¢ikmistir (Stigler, 2013). Bu algoritma, belirli
bir sonucun olasiligin1 hesaplar ve karakterlerin ve 6zelliklerin birbirinden bagimsiz

oldugunu kabul eder.

Denetimli Ogrenme, Naive Bayes'in lineer siniflandirma modeli ile ilgilidir. Naive Bayes,
denetimli makine Ogrenmesi algoritmalarindan biridir ve diger siniflandirma
algoritmalarindan son derece hizli bir simiflandirma teknigidir. Bilinmeyen veri

kiimelerinin sinifin1 tahmin etmek i¢in Bayes olasilik teoremini kullanir.

Naive Bayes Teoremi, tiim tahmin edicilerin birbirinden bagimsiz oldugu giiclii
varsayimla uygulanir (Point, 2022). Baska bir deyisle, belirli bir 6rnegin kategorisini
tahmin etmek igin her bir 6zelligin digerlerinden bagimsiz olmasi gerekir. Bu yaklagim,

bagimsizlig1 nedeniyle Naive olarak bilinir.

Naive Bayes'in amaci, bir olayin kosullu olasiligin1 bagimsiz olarak hesaplamaktir. Naive
Bayes modelinin olusturulmasi basittir ve ¢ok biiyiikk veri kiimelerine uygulanabilir.
Biiyiik verileri islerken siirekli olarak gelistirilebilir. Ayrica, son derece karmasik
siniflandirma yontemlerinden bile daha i1yi performans gosterir (Abellan ve Castellano,

2017).

Model, veri tabaninda bulunan bilgilere gore egitilir, ardindan form yeni kayitlarin tiiriini
belirler ve daha 6nce mevcut olan bilgilere gére bunlari siniflandirir. Bu yontem farkl
sistemlerde kullanilmaktadir. Resimlerdeki belirli bir yiiziin 6zelliklerini tanimak veya o
igerige ve diger kullanimlara yonelik duygulari analiz ederek metnin igerigini (olumsuz,

olumlu, iyimser) belirlemek gibi (Abellan ve Castellano, 2017).

Bayes teoremi, olayla ilgili olabilecek kosullarin 6n bilgisine dayanarak bir olayin
olasiligmi tanmimlar. Asagida Bayes Teoremini tiireten kosullu olasilik formiilii

gosterilmektedir (Triola, 2010).

P(B|A) P(4)

PAIB) =——
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Naive Bayes formiiliindeki parametrelerin agiklamalari:

e P(A) = A olaymnin bagimsizlik olasilig1
e P(B) =B olayinin bagimsizlik olasilig
e P(B|A) = A olay1 bilindiginde B olayinin olasilig
e P(AB) =B olay1 bilindiginde A olayimnin olasilig1

Sekil 14’te goriildiigii gibi Naive Bayes algoritmalarinin 3 ana tiirii vardir. Bunlar

Gaussian, Multinomial ve Bernoulli’dir.

Naive Bayes
Smiflandiricisi

Multinomial Bernoulli

Sekil 14. Navive Bayes Algoritma Tiirleri
e Gaussian Naive Bayes

Bu 6zel algoritma tiirli, normal yeniden dagitimi izleyen stirekli degerler ve ozellikler
durumunda kullanilir. Bu algoritma, siniflandirma ve regresyon igin karmasik makine
Ogrenimi algoritmalariin temeli olarak kullanilir (Ontivero-Ortega, Lage-Castellanos,
Valente, Goebel, ve Valdes-Sosa, 2017).

e Multinomial Naive Bayes

Belge sorunlarin1 ¢6zmek ve bunlar1 dosyanin belirli bir kategoriye ait olmasia gore
siniflandirmak i¢in kullanilir ve belge i¢indeki s6zciiklerin tekrarlanmasi ilkesine baglhidir

(Kibriya, Frank, Pfahringer, ve Holmes, 2004).
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e Bernoulli Naive Bayes

Ikili kavram iizerinde ¢alisir ve belirli bir degeri tahmin eden mantiksal degiskenlerdir

(Singh, Kumar, Gaur, ve Tyagi, 2019). Ornegin yalnizca (evet veya hayir).
Naive Bayes'in baglica avantajlar:

e Naive Bayes modeli geleneksel sayisal hipotezden ortaya ¢ikmis ve istikrarli bir
gruplama yeterliligine sahiptir.

e Bualgoritma, kiiciik verilerle bile ugrastig1 ve gerekli goérevleri artimli bir sekilde ele
aldig1 i¢in biiyiik verilere ihtiya¢ duymaz.

e Bualgoritma sembolleri kategorize etmek amaciyla kullanilir ve veri kayboldugunda

etkilenmez ve Naive Bayes basit bir algoritmadir.
Naive Bayes'in ana dezavantajlari:

e Naive Bayes modeli, isledigi verilerin 6zelliklerinin belirli bir ¢ikt1 smifi igin
cogunlukla birbirinden bagimsiz oldugunu diisiinmektedir. Ciinkii bu model diger
siiflandirma yontemleriyle karsilagtirildiginda en diisiik hata oranini igermektedir.
Veri diizenlemesinin 6zellikleri arasindaki korelasyon ne kadar kiigiik olursa, Naive
Bayes algoritmasi o kadar dogru olmalidir.

e Naive Bayes algoritmasi Onceki ve varsayilan tahminlere dayanir ve Onceki
varsayimsam modele geri donmeden algoritma kotii tahmin sonuglar verir.

e  Onceki sonuglara olan giiven nedeniyle Naive Bayes algoritmasini kullanan bir hata
orani vardir.

e Algoritma, veri girisinin ifadesine ¢ok duyarlidir.

Decision Tree Simiflandirma Algoritmasi

Decision Tree, kiimeleme ve tahmin problemlerinde sik¢a kullanilan algoritmalardan
biridir. Egitim siirecinde yukaridan asagiya veya genelden 6zele dogru ilerleyen bir
strateji sunan algoritmalardir. Agag yapisi gibi bir tiir akis semas1 olan bu stratejide her
diigiimiin 6znitelik degeri Ol¢iiliir ve elde edilen sonuglarla dallar olusturulur (Shalev-

Shwartz ve Ben-David, 2014). Tipik bir karar agact mimarisi Sekil 15'te gosterilmektedir.
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Sekil 15. Decision Tree Mimarisi

Decision Tree, bilgi kazanci gibi ayirma Olgiitlerinin eslik ettigi bir kok diiglimle
baslatilir. Secilen kriterlere gore, bu kok diiglim dallara ayrilmistir. Bu ayirma, yaprak
diiglimleri tarafindan sonlandirilana kadar devam eder. Bu yapida verilerin izledigi yol,
if-then-else algoritmalarina bagli olarak ikili (evet/ hayir), kategorik (sicak/soguk),
sayisal (SPEI> 1.50) ayrimlarda verilen cevapla ilerlemektedir. Agag, kok diigiimdeki
tiim egitimli vakalar1 icerir ve kiimelenme olup olmadigini kontrol eder. Kok diigiimdeki
tiim durumlar tek bir kiimeyle c¢akisirsa, ¢6ziim elde edilir. Aksi takdirde, kok diigiim
dallara boliiniir ve dal dogrudan karar verecek kadar basit olana kadar tekrarlanir. Veri
kiimesinin boyutuna bagli olarak, aga¢ dallar1 zor bir gorev olabilir. Ezbere 6grenmeyi
onlemek i¢in, karar agacindan az sayida nesne iceren yaprak diiglimlerinin ¢ikarilmasini

ifade eden budama algoritmalar1 kullanilir (Rokach ve Maimon, 2014).

Decision Tree algoritmasi beklenen bilginin hesaplanmasiyla baslar. Bu Entropi olarak
adlandirilir. Entropi teorisi, rastgele bir degiskenle iligkili belirsizligi 6lgmek igin
kullanilir. Decision Tree modellemesinde, aga¢ dallarin1 ve diigiimlerini ayristirmak i¢in
kullanilabilir. Bir veri kiimesindeki safsizligin karakterize edilmesini saglar. Daha yiiksek
entropi daha yiiksek belirsizlik anlamina gelirken, daha diisiikk entropi daha diisiik
belirsizlik anlamina gelir (Witten, Frank, ve Hall, 2011).
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Asagida Entropi Denklemi (Shannon, 1948) gosterilmektedir. Burada, p(x) belirli bir

siifa ait grubun yiizdesini ve H ise entropiyi belirtmektedir.

H= =) p()logpw®)

En ¢ok kullanilan Decision Tree algoritmalari:

e ID3

e C45

e CHAID
e CART

Decision Tree Algoritmalarinin avantajlar:

e Daha kullanighdir ¢linkii anlagilmasi ve yorumlanmasi kolaydir.

e (Cok biiyiik veri kiimelerine uygulanmasi kolaydir.

e (ikarimsal modellerin aksine aga¢ modelleri arastirmacilardir.

e Karar agaclar1 parametrik degildir. Diger teknikler gibi istatistiksel varsayimlarla
da ilgilenmez.

e Hiyerarsik ayrisma, mevcut 6zelliklerinin iligki yoniinli ve 6nem sirasin1 ortaya
koymaktadir.

e Agag yapisi nedeniyle karisik baglantilar ortaya ¢ikarilabilir.

e Siirekli ve kategorik niteliklerle ¢alisabilir.
Decision Tree algoritmalarinin dezavantajlari:

e Ogzellikle biiyiik veri kiimelerinde gok sayida siirekli degisken varsa, hesaplama
maliyetleri diger siniflandirma yontemlerinden daha maliyetli olabilir.

e En uygun agact bulmak bazen zor olabilir. Yararl bir karar agaci olusturmaya
calisirken karmasik ve biiyiik agaclar tiretilebilir.

e Girdi sayis1 diigiik oldugunda agag yeterli bilgiyi yakalayamayabilir.

e Baz algoritmalar yalnizca kategorik verilerle ¢alisir ve siirekli degiskenlerin

siiflandirilmasinda basarili olmayabilir.
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e Ogrenme kiimesinin veri ve degisken sayisi bilyiikse veya karisiksa, zaman ve

agac karmagikliklar1 degisir.

K-Nearest Neighbors Simiflandirma Algoritmasi

K-Nearest Neighbors (KNN) algoritmasi, bir veri noktasinin kendisine en yakin veri
noktalarinin hangi gruba ait olduguna bagli olarak bir grubun veya baska bir grubun iiyesi
olma olasiligin1 tahmin etmek ic¢in kullanilan bir veri smiflandirma yontemidir. K-
Nearest Neighbors algoritmasi, siniflandirma ve regresyon problemlerini ¢ozmek igin
kullanilan denetimli bir makine 6grenme algoritmasi tiirtidiir. Bununla birlikte, esas

olarak simiflandirma problemleri i¢in kullanilir (Piryonesi ve El-Diraby, 2020).

KNN tembel bir 6grenme ve parametrik olmayan bir algoritmadir. Buna tembel 6grenme
algoritmasi veya tembel 6grenci denir, ¢iinkli egitim verilerini sagladiginizda herhangi
bir egitim gergeklestirmez. Bunun yerine, verileri yalnizca egitim siiresi boyunca saklar
ve herhangi bir hesaplama yapmaz. Veri kiimesinde bir sorgu gergeklestirilinceye kadar
bir model olusturmaz. Bu, KNN'yi veri madenciligi i¢in ideal kilar (Samworth, 2012).

Parametrik olmayan bir yontem olarak kabul edilir, ¢linkii temel veri dagilimi1 hakkinda
herhangi bir varsayimda bulunmaz. Basit¢e sdylemek gerekirse, KNN etrafindaki veri

noktalarina bakarak bir veri noktasinin hangi gruba ait oldugunu belirlemeye ¢alisir.

Bir veri noktasinin A grubunda mi yoksa B grubunda mi oldugunu belirlemek i¢in
algoritma, yakinindaki veri noktalarinin durumlarina bakar. Veri noktalarinin ¢ogunlugu
A grubundaysa, s6z konusu veri noktasinin A grubunda olmas1 muhtemeldir ve bunun
tersi de gegerlidir. Kisaca KNN, en yakin komsu olarak da bilinen en yakin agiklamali
veri noktasina bakarak bir veri noktasinin smiflandiriimasini igerir (Beyer, Goldstein,

Ramakrishnan, ve Shaft, 1999).

Sekil 16°’da KNN algoritmasinda K’nin alacagi degere gore kirmizi dairenin hangi sinifa
dahil olacagi gosterilmistir. Bu 6rnekte kirmizi daire, K degeri 3 alinirsa mavi, 5 alinirsa

yesil gruba dahil olacaktir.
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Sekil 16. KNN Algoritmasi Ornegi

KNN algoritmasinin etkinliginde uzaklik Olciisiiniin secimi 6nemlidir. Manhattan,
Mahalanobis, Minkowski ve Euclidean gibi c¢esitli 6l¢lim teknikleri bulunmaktadir.
Euclidean uzaklik 6l¢iim en c¢ok kullanilandir. Euclidean uzaklik 6l¢iim tekniginin
digerlerinden daha fazla kullanilmasinin sebeplerinden biri ise KNN algoritmasinda
uygulanan diger fakli 6l¢lim tekniklerine gére daha iyi ve etkin sonuglar veriyor olmasidir

(Jaskowiak ve Campello, 2011).
e Euclidean Uzaklig1

Euclidean Uzaklig1 iki nokta arasindaki en kisa mesafeyi temsil eder. Cogu makine
O0grenme algoritmasi, gozlemler arasindaki benzerligi 6l¢gmek i¢in bu mesafe metrigini

kullanir.

Sekil 17°de X ve Y noktalar1 arasindaki Euclidean uzakligi gosterilmistir.
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Y(qls q2)
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X(p1. p2)
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Sekil 17. Euclidean Uzaklig1
Asagida Euclidean uzaklig1 formiilii gosterilmistir.
d=((pr—aq)*+ (p2 — q2)HY?
e Manhattan Uzaklig:
Manhattan Uzakligi, tiim boyutlardaki noktalar arasindaki mutlak farklarin toplamidir.

Sekil 18’de Manhattan Uzakligint hesaplamak i¢in mutlak mesafelerin toplaminin hem x

hem de y yonlerinde alindig1 gosterilmistir.

90

Y(qla qZ)

80

60

X(pl, PZ)

50 55 60 65 70 75 80

Sekil 18. Manhattan Uzaklig1
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Asagida Manhattan uzaklig1 formiilii gosterilmistir.

d= |pi—q1| + |p2-9qa|

Minkowski Uzaklig1

Minkowski Mesafesi, Euclidean ve Manhattan Mesafesinin genellestirilmis seklidir.

Asagida Minkowski uzakligi formiilii gosterilmistir.

n 1/p
D= (lei - Qi|p>
i=1

Hamming Uzaklig1

Hamming Uzakligi, ayni uzunluktaki iki dizi arasindaki benzerligi olger. Ayni

uzunluktaki iki dizi arasindaki Hamming Uzakligi, karsilik gelen karakterlerin farkli

oldugu konumlarin sayisidir.

KNN algoritmasinin avantajlari:

KNN Tembel Ogrenen (Ornek tabanli 6grenme) olarak adlandirilir. Egitim
doneminde hicbir sey 6grenmez. Egitim verilerinden ayirt edici bir islev tiiretmez.
Baska bir deyisle, bunun icin egitim siiresi yoktur. Egitim veri kiimesini saklar ve
yalnizca ger¢ek zamanli tahminler yaparken ondan 6grenir. Bu, KNN algoritmasini
egitim gerektiren diger algoritmalardan ¢ok daha hizli hale getirir.

KNN algoritmasi tahmin yapmadan 6nce herhangi bir egitim gerektirmediginden,
algoritmanin dogrulugunu etkilemeyecek yeni veriler sorunsuz bir sekilde
eklenebilir.

KNN’nin uygulanmasi ¢ok kolaydir. KNN'yi uygulamak icin gereken sadece iki

parametre vardir. Bunlar K degeri ve mesafe fonksiyonudur.

KNN algoritmasinin dezavantajlari:

Biiylik veri kiimelerinde, yeni nokta ile mevcut her nokta arasindaki mesafeyi

hesaplama maliyeti biiyiiktiir ve bu da algoritmanin performansini diisiirtir.
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e KNN algoritmas1 yiiksek boyutlu verilerle iyi ¢alismaz, ¢ilinkii ¢ok sayida boyutta
algoritmanin her boyuttaki mesafeyi hesaplamasi zorlasir.

e KNN algoritmasini herhangi bir veri kiimesine uygulamadan once o0zellik
Ol¢eklendirme (standardizasyon ve normallestirme) yapmamiz gerekir. Bunu
yapmazsak, KNN yanlis tahminler iiretebilir.

e KNN, veri kiimesindeki giiriiltiiye duyarlidir. Eksik degerleri manuel olarak

atamamiz ve aykir1 degerleri kaldirmamiz gerekir.

Random Forest Siniflandirma Algoritmasi

Son 20 yilda, Random Forest siniflandiricisi, basarili siniflandirma sonuglart ve elde
edilen islem hizi nedeniyle biiyiik ilgi géormistiir (Rodriguez-Galiano, Ghimire, Rogan,
Chica-Olmo, ve Rigol-Sanchez, 2012). Random Forest simiflandirici, bir dizi karar
agacindan gelen tahminleri kullanarak giivenilir siniflandirmalar saglar (Breiman, 2001).
Ek olarak, bu siniflandirici, hedef siniflar arasinda ayrim yapma konusunda en yiiksek
yetenege sahip 6zellikleri segmek ve siralamak i¢in kolayca kullanilabilir. Bu 6nemli bir
varliktir ¢linkii uzaktan algilanan verilerin yiiksek boyutu nedeniyle en alakali

degiskenleri segmek zaman alir (Belgiu ve Dragut, 2016).

Random Forest, hem simniflandirma hem de regresyon icin kullanilan denetimli bir
O0grenme algoritmasidir. Ancak, esas olarak siniflandirma problemleri i¢in kullanilir.
Bildigimiz gibi bir orman agaglardan olusur ve daha fazla aga¢ daha saglam orman
demektir. Benzer sekilde, rastgele orman algoritmasi veri Ornekleri ilizerinde karar
agaclar1 olusturur ve ardindan her birinden tahmin bilgisini alarak son asamada oylama
yoluyla en iyi ¢oziimii secer. Tek bir karar agacindan daha iyi olan bir topluluk

yontemidir, ¢iinkii sonucun ortalamasini alarak asir1 uyumu azaltir.

Sekil 19 genel Randon Forest mimarisini gostermektedir.
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Sekil 19. Random Forest Mimarisi

Random Forest algoritmasinin avantajlari:

Karar agaglarinda ezbere 6grenmeyi azaltir ve dogrulugun artirtlmasina yardimei
olur.

Hem smiflandirma hem de regresyon problemlerine kars1 esnektir.

Hem kategorik hem de siirekli degerlerle iyi ¢alisir.

Verilerde bulunan eksik degerleri otomatiklestirir.

Kural tabanli bir yaklasim kullandig1 i¢in verilerin normallestirilmesi gerekli

degildir.

Random Forest algoritmasinin dezavantajlart:

Ciktilari birlestirmek i¢in ¢ok sayida aga¢ olusturdugundan, kaynaklarin yani sira
cok fazla hesaplama giicti gerektirir.

Sinif1 belirlemek i¢in ¢ok sayida karar agacin birlestirdigi i¢in egitim i¢in de ¢ok
zaman gerektirir.

Karar agaglar toplulugu nedeniyle, yorumlanabilir olmaktan zarar goriir ve her bir

degiskenin 6nemini belirleyemez.
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Ridge Simiflandirma Algoritmasi

Coklu regresyon modellerinin katsayilarini tahmin etmek i¢in bagimsiz degiskenlerin
yiikksek oranda korelasyon gosterdigi senaryolarda kullanilan yontemdir. Kimya,
miihendislik ve ekonometri gibi birgok alanda kullanilmistir. Ridge regresyon, lineer
regresyon modellerinin bazi ¢oklu baglantili (yiiksek derecede korelasyonlu) bagimsiz
degiskenlere sahip oldugu durumlarda en kiigiik kareler tahmin edicilerinin belirsizligine
olas1 bir ¢oziim olarak gelistirilmistir. Varyansi ve ortalama kare tahmincisi genellikle
daha oOnce tiiretilen en kiigiik kareler tahmincilerinden daha kii¢iik oldugundan, bu daha

kesin bir ridge parametreleri tahmini saglar (Chang ve Fan, 2002).

Bagging Siiflandirma Algoritmasi

Bootstrap Aggregation (Bagging), temel siniflandiricilarin her birine orijinal veri
kiimesinin rastgele alt kiimelerine uyan ve daha sonra nihai bir tahmin olusturmak i¢in
bireysel tanminlerini (oylama veya ortalamayla) toplayan bir topluluk meta tahmincisidir.
Boyle bir meta-tahminci tipik olarak, bir kara kutu tahmincisinin (6rnegin, bir karar agaci)
varyansini azaltmanin bir yolu olarak, yapim prosediiriine randomizasyon getirerek ve
daha sonra bir topluluk olusturarak kullanilabilir. Veri kiimesinin rastgele alt kiimeleri
orneklerin rastgele alt kiimeleri olarak ¢izildiginde, bu algoritma Yapistirma olarak
bilinir. Numuneler degistirilerek ¢izilirse, yontem Torbalama olarak bilinir. Veri
kiimesinin rasgele alt kiimeleri 6zelliklerin rasgele alt kiimeleri olarak ¢izildiginde,
yontem Rasgele Alt Alanlar olarak bilinir. Son olarak, temel tahminciler hem 6rneklerin
hem de 6zelliklerin alt kiimeleri {izerine kuruldugunda, yontem Rastgele Yamalar olarak

bilinir (Sutton, 2005).

AdaBoost Siniflandirma Algoritmasi

AdaBoost, hatalarindan ders alarak zayif siniflandiricilart gelistirmek i¢in yinelemeli bir
yaklagim kullanan bir topluluk &grenme siirecidir. Bu algoritma Yoav Freund ve
arkadaglar1 tarafindan gelistirilmistir ve “meta-6grenme” olarak da bilinir. Paralel
birlestirme kullanan rastgele ormanin aksine, Adaboost “sirali birlestirme" kullanir.
Yiiksek dogrulukta iyi bir siniflandirici elde etmek i¢in kotii performans gosteren bircok
siiflandiriciyr birlestirerek giiclii bir siniflandirict olusturur. Bu anlamda, AdaBoost,

simiflandiricinin verimliligini 6nemli Ol¢iide artirarak uyarlanabilir bir siniflandiric
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olarak adlandirilir, ancak bazi durumlarda asir1 uyumlar tetikleyebilir. AdaBoost, ikili
siiflandirma problemlerinde karar agaclarinin, temel tahmin edicinin performansini
artirmak i¢in en iyi sekilde kullanilir, ancak giiriiltiili verilere ve aykir1 degerlere karsi

hassastir (Schapire, 2013).

Cok Katmanh Algilayici

Ileri beslemeli yapay sinir ag1 olarak da bilinen derin dgrenmenin temel mimarisine ¢ok
katmanli algilayict (Multi-Layer Perceptron-MLP) denir. Tipik bir MLP, bir giris
katmani, bir veya daha fazla gizli katman ve bir ¢ikis katmanindan olusan tamamen bagl
bir agdir. Bir katmandaki her diigiim, bir sonraki katmandaki her diigiime belirli bir
agirlikta baglanir. MLP, modeli olustururken agirlik degerlerini dahili olarak ayarlamak
i¢in bir sinir agindaki en “temel yap1 tas1” olan “Geri Yayilim” teknigini kullanir. MLP
6l¢ekleme ozelliklerine duyarlidir ve gizli katmanlarin, ndronlarin ve yinelemelerin sayist
gibi cesitli hiper parametrelerin ayarlanmasina izin verir, bu da hesaplama agisindan

maliyetli bir modelle sonuglanabilir (Gardner ve Dorling, 1998).
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BOLUM 2. YONTEM VE METOT

Gilimriik beyannamesi ylizlerce bilgi alanindan olugmaktadir (Giimriik Rehberi, 2021) ve
(Ihracatta Kullanilan Uluslararas1 Dokiimanlar, 2021). Her bir bilgi alaninin tek tek dogru
bir sekilde doldurulmasi gerekmektedir. Bu baglamda gelistirecek modele yonelik her bir
bilgi alani i¢in tahmin yapmalidir. Bu nedenle her bir veri alani i¢in bir veri seti
olusturulacaktir. Her bir veri setinin Oznitelikleri (Dash ve Liu, 1997) belirlenecektir.
Oznitelikleri belirlemede ise Delphi metodu kullanilmistir (Ameyaw, Hu, Shan, Shan, ve
Le, 2016), (Zartha Sossa, Halal, ve Zarta, 2019), (Lund, 2020) ve (Sourani ve Sohail,
2014). Delphi metodunda yapilmak istenen gelecege yonelik tahmin yapmak, bunun igin
uzmanlardan yararlanmak ve bir uzlagsma veya karara varmaktir. Burada da giimriik
mevzuati bilgisi olan kisilere bilgi alan1 tahmininde kullanilacak 6zniteliklerin tespiti i¢in
sorular sorularak modeller belirlenmistir. Modellerin ilk egitim sonuglari
degerlendirilerek Ozniteliklerin {izerinden gegilerek degisiklikler yapilmistir. Bu siireg
kabul edilebilir basarim oranlarina ulasincaya kadar tekrarlanarak modellere son hali

verilmistir.

Kullamlan Yazilim Teknolojileri

Delphi

Delphi Object Pascal programlama dilini temel alan bir programlama dilidir. Masalistii,
mobil, web ve konsol i¢in hizli uygulama gelistirme imkéani sunmaktadir. Su anda
Embarcadero Technologies tarafindan gelistirilmekte ve siirdiriilmektedir. Delphi
derleyicileri Microsoft Windows, MacOS, 10S, Android ve Linux (x64) igin yerel kod
iretir. Delphi bir kod editorti, bir gorsel tasarimci, entegre bir hata ayiklayici, bir kaynak
kodu kontrol bileseni ve {iciincii taraf eklentileri i¢in destek igerir. Kod diizenleyicide kod
tamamlama, gercek zamanli hata denetimi ve yeniden diizenleme bulunur. Gorsel bilesen
kiitiphanesi, platformlar arasi gelistirme secenegine ve veri tabani destegi Oonemli
ozellikleridir. Delphi, derleme hizi, yerel kod ve gelistirici tiretkenligi saglar. Tam nesne
yonelimli bir dildir (Delphi (software) - Wikipedia, 2022).
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Asagida yer alan Sekil 20°de Delphi gelistirme ortami gosterilmektedir.

B CodeGear Delphi for Microsoft Windows - m} *
File Edit Search View Refactor Project Run Component Tools SourceControl Window Help : |Defaultlayout v| #d, B
T HE-8/88 - ¢~ - @
8\ structure B X | @ welcome Page | 3 unit1 < % | g ProjectManager X
| 8 - acivate = (BRnen @Fre
— a ===
e B e EEE
fy <Mo Project Group>
=
#Z Object Inspector X
Form1 TForm1 -
Properties | Events
b 5 < >
Action A
ActiveControl QEPrDJH. BMad, 090at”.
Align alhone
AlignwithMargins |False “jE Tool Palette X
AlphaBlend Falze i v| [\\S ?
AlphaBlendvalue |255
=I Standard A
| Anchors [akLeft,akTop] néa
Autoscrol False = Frames
AutoSize False B ainMenu
BDiMode bdlefToRight v | € >
s H; TPopupMenu
All shown @ = 1 Insert Modified Not controlled Code  Design ; History v
+=] T ahal
Sekil 20. Delphi Gelistirme Ortam1

Microsoft SQL Server, Microsoft tarafindan gelistirilen iligkisel bir veri taban1 yonetim

sistemidir. Bir veri tabani sunucusu olarak ¢aligir. Ayni bilgisayarda veya bir ag iizerinden

bagka bir bilgisayarda g¢alisabilen diger yazilim uygulamalari tarafindan talep edilen

verileri depolamak ve almak birincil islevidir. Kii¢iik tek makineli uygulamalardan ¢ok

sayida eszamanli kullanicili biiyiik uygulamalara kadar degisen is yiiklerine yonelik farkli
strimleri bulunmaktadir (Microsoft SQL Server - Wikipedia, 2022). MS SQL

sunucusunda veriler kullanicilar tarafindan goriilebilecek sekilde mantiksal bilesenler

halinde VT iizerinde tutulur (Sahinaslan ve Sahinaslan, 2022)
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Asagida yer alan Sekil 21’de SQL Server arayiizii gosterilmektedir.

(4 SOLQueryl.sql - bylsql01.Barsan2022 (BARSAN\mustafagu (3307)) - Microsoft SOL Server Management Studio Quick Launch (Ctrl+Q) Pl - o x
File Edit View Query Project Debug Tecls Window Help
|80 -2 P BNewewey BER[D| X B 20| .
\‘.'| Barsan2022 - | P Execute Debug v i | A= ‘ o = ﬂ‘ = %= | € 3= | w

Object Explorer A Al 501 Queryl.sql - bg..\mustafagu (3307)) # X

Connect~ ¥

100% -~
¥, Con..  bglsql01 (11.05P4) | BARSAN\mustafagu (3307)  Barsan2022 ' 00:00:00 | O rows

Sekil 21. SQL Server Arayiizii

Python

Python {ist diizey, genel amagli bir programlama dilidir. Tasarim felsefesi, 6nemli girinti
kullanimiyla kod okunabilirligini vurgular. Dil yapilar1 ve nesne yonelimli yaklagima,
programcilarin kiigiik ve biiylik dlgekli projeler i¢in net, mantiksal kod yazmasia
yardimc1 olmayr amacglamaktadir. Veri bilimi, makine 6grenimi uygulamalari, biiyiik
Olgekli veri isleme, tahmine dayali analitik i¢in gerekli kiitiiphanelere sahiptir (Python

(programming language) - Wikipedia, 2022).
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Sekil 22’de Python kod 6rnegi gosterilmektedir.

from
from
from
from
from
from
from
from

sklearn.
sklearn.

sklearn

sklearn

sklearn

Created on Tue Apr @5 ©@9:51:82 2822

@author: mustafagu

naive_bayes import GaussianNB
tree import DecisionTreeClassifier

.neighbors import KNeighborsClassifier
sklearn.

ensemble import RandomForestClassifier

.ensemble import BaggingClassifier
sklearn.

linear_model import RidgeClassifier

.ensemble import AdaBoostClassifier
sklearn.

neural network import MLPClassifier

impert pandas as pd
import pypyodbc
from sklearn.model_selection impert train_test split

connection=pypyodbc.connect( DRIVER=SQL SERVER;SERVER=Serveriame;DATABASE=DBName;UID=UId;PWD=Password")
¢ = connection.cursor()
c.execute(""’
SELECT M.firmnumber
customsoffice = CONVERT(INT, Pl.aciklama)

»
, regime = CONVERT(INT, P2.aciklama)
, declarationl = CONVERT({INT, P3.aciklama)
, declaration2 = CONVERT(INT, P4.aciklama)
, entryoffice = CONVERT(INT, P5.aciklama)
» internalvehiclemode = CONVERT(INT, P6.aciklama)
» bordervehiclemode = CONVERT(INT, P7.aciklama)
, bordervehiclecode
FROM MLGumrukDosyaTasimaSekli M
LEFT OUTER JOIN gnlparml P1 ON (Pl.modul = AND Pl.grup = 'CUSTOFFICE" AND Pl.kod = M.customsoffice)
LEFT OUTER JOIN gnlparml P2 ON (P2.modul = AND P2.grup = AND P2.kod = M.regime)
LEFT OUTER JOIN gnlparml P3 ON (P3.modul = AND P3.grup = 'DECL1'| AND P3.kod = M.declarationl)
LEFT OUTER JOIN gnlparml P4 ON (P4.modul = AND P4.grup = "DECL2'| AND P4.kod = M.declaration2)
LEFT OUTER JOIN gnlparml P5 ON (P5.modul = AND PS.grup = 'CUSTOFFICE® AND P5.kod = M.entryoffice)
LEFT OUTER JOIN gnlparml P6 ON (P6.modul = AND P6&.grup = 'VEHMODE" AND P6.kod = M.internalvehiclemode)
LEFT OUTER JOIN gnlparml P7 ON (P7.modul = AND P7.grup = 'VEHMODE" AND P7.kod = M.bordervehiclemode)
)
Sekil 22. Python Kod Ornegi
Anaconda

Anaconda, bilimsel bilgi islem i¢in Python ve R programlama dillerinin paket yonetimini
ve dagitimmi basitlestirmeyi amagclayan iicretsiz ve agik kaynakli bir dagitimidir.
Dagitim, Windows, Linux ve macOS i¢in uygun veri bilimi paketlerini igerir.
Anaconda'daki paket siiriimleri, paket yonetim sistemi conda tarafindan yonetilir.
Anaconda, otomatik olarak yiiklenen 250'den fazla paketle birlikte gelir ve 7.500'den
fazla ek agik kaynak paketi yiiklenebilir. Anaconda Navigator, kullanicilarin komut satir1
komutlarin1 kullanmadan uygulamalar1 baglatmasina ve conda paketlerini, ortamlarini ve
kanallarin1 yonetmesine olanak taniyan Anaconda dagitiminda bulunan bir masaiistii

grafik kullanic1 arabirimidir. Spyder, Anaconda Navigator’da varsayilan uygulamalardan

biridir (Anaconda (Python distribution) - Wikipedia, 2022).
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Sekil 23’te Anaconda Navigator goriiniimi gosterilmektedir. Sekil 23’te Anaconda

Navigator’da varsayilan olarak bulunan bazi uygulamalar gériinmektedir.

2 Anaconda Navigator — = ”
File Help
) ANACONDA NAVIGATOR © rorieton
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| Launch |
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i
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Documentation A5
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Anaconda Blog highlighting, graphical calltips, and more.

Web-based, interactive computing
notebaok environment. Edit and run
human-readable docs while describing the
data analysis.

| Launch |

"!
Spyder
515
Scientific P*fthon Development

EnviRenment. Powerful Pythen IDE with
advanced editing, interactive testing,

Run 2 Powershell terminal with your
current environment From Navigator
activated

| Launch |

A

Glueviz
100
Multidimensicnal data visualization acress
files. Explore relationships within and
among related datasets.

debugging and introspection Features

¥y & ? — - - o

Sekil 23. Anaconda Navigator Gorliinlimii

Spyder

Spyder, Python dilinde bilimsel programlama icin agik kaynakli bir platformlar arasi
timlesik gelistirme ortamidir. Spyder, NumPy, SciPy, Matplotlib, pandas, IPython,
SymPy, Cython ve diger agik kaynakli yazilimlar dahil olmak iizere bilimsel
uygulamalarda kullanilabilecek bir dizi 6nemli paketi igerir. Eklentilerle genisletilebilir

(Spyder (software) - Wikipedia, 2022).
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Sekil 24’te Spyder gelistirme ortam1 gosterilmektedir.

[ Spyder (Python 3.9) - O X
File Edit Search Source Run Debug Consoles Projects Tools View Help
. —] B B | 2 G‘ L_»| I.. > < ‘4’ T L2 g | | E] }' a C:\Users\mustafagu = 1
C:\Usersimustafaguluntitiedo.py Source | Console ~| Object L [] =
= untitledd.py x =
? Created on Fri Apr 29 ©8:03:59 2022 Here you can get help of any
= - object by pressing Ctri+lin front
> Bauthor: mustafagu of it, either on the Editor or the
6 o Console.
8 | Help can also be shown
automatically after writing a left
parenthesis nextto an object. You
can activate this behavior in
Preferences = Help.
New to Spyder? Read our tutorial
Help Variable Explorer Plots Files Code Analysis
0o Console 1A x U v =
Python 3.9.7 (default, Sep 16 2821, 16:59:28) [MSC v.
1916 64 bit (AMDE4)]
Type "copyright”, "credits" or "license” for more
information.
IPython 7.29.8 -- An enhanced Interactive Python.
In [1]:
IPython console  History
& Kite:ready (noindex) % LSP Python: ready @ conda: base (Python 3.9.7) Line8,Col1 UTF8 CRLF RW Mem66% y
. . e
Sekil 24. Spyder Gelistirme Ortami
.
Arastirma Modeli

Glimriik beyanname bilesenlerinin tahminlemesi i¢in olusturulan veri setleri {izerinde
makine 6grenmesi ve derin 6grenme algoritmalari ¢alistirilmigtir. Veri setleri uluslararasi
bir lojistik firmasinin 2010 ve 2021 yillar1 arasindaki 12 yillik giimriik beyanname
verilerinden olusturulmustur. Veri setleri igerisindeki ¢iktilara uygun oOznitelikler
mevzuat ekibi ile Delphi yontemi kullanilarak belirlenmistir. Belirlenen veri seti egitim
sonuclarina gére mevzuat ekibi ile Oznitelikler iyilestirilerek basarim oranlari

tyilestirilmis ve kabul edilebilir oranlara ulagilmistir.
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Evren ve Orneklem

Glmriik beyannamesinden veri tahminlemesi yapabilmek i¢in makine &grenmesi
modelleri olusturulmustur. Bu modellerin verileri i¢cin SQL Server veri tabaninda tablolar
acilmistir. Bu tablolar ayn1 veri tabanindaki beyanname bilgileri ile doldurulmustur.
Beyanname verileri 2010 ve 2021 yillar1 arasindaki 12 yillik siiredeki iglemleri

icermektedir.

Veriler ve Toplanmasi

Tablo 4’te tasima sekli bilgisinin tahminlemesi i¢in kullanilacak verilerden her yila ait bir
ornek gosterilmektedir ve veri setinde 4.064.131 adet kayit mevcuttur. Bordervehiclecode
cikti bilgisidir. Firmnumber, customsoffice, regime, declarationl, declaration2,

entryoffice, internalvehiclemode ve bordervehiclemode 6znitelik bilgileridir.

Tablo 4. Tasima Sekli Tablosu

Key Oznitelikler Cikt

% 4 4

- L] - &

SR IR S O N T A B A
'@ =i E -E -5 g E % 'g

£ 2 2

1 2010 AVR 7010 1 341300 1040  EU 1 220200 TIR TIR 30
277237 | 2011  AND 136 9200 343200 1000  EU 1 343200 UCAK UCAK 40
582715 | 2012 AND 34 3870 343100 4000 @ IM 4 343100 GEMI GEMI 10
1130021 | 2013 TRE 16514 132 500400 7100  ANT 7 220400 VAGON VAGON | 20
1177333 | 2014 GMR 182 5 160200 7100  ANT 7 220200 KAMYON  KAMYON | 30
1728758 | 2015 GEB 4365 10218 410300 1000  EX 1 410300 GEMI GEMI 10
2118363 | 2016 ISN 7871 57803 341300 4071  EU 4 220200 TIR TIR 30
2508235 | 2017 EGE 33456 | 62041 350300 1000  EU 1 350300 GEMI GEMI 10
3008710 | 2018 ISN 5037 | 57803 341300 7100 ANT 7 343400 KAMYON  KAMYON | 17
3000107 | 2019 GEB 577 62840 410500 7100  ANT 7 410300 TIR GEMI 10
3587757 | 2020 TRK 22091 132 590400 4071  EU 4 220400 VAGON VAGON | 20
4064120 | 2021 MRS 7388 | 61263 330100 3151  EU 3 330100 TIR GEMI 17
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firmnumber : Giimriik beyannamesinin hangi firmaya ait oldugu bilgisini igerir.
customsoffice : Giimriik beyannamesinin hangi giimriikte isleme alindig1 bilgisini igerir.
regime : Giimriik beyannamesinde hangi rejime gore islem yapildigi bilgisini igerir.
declarationl : Rejim bilgisine ait detay bilgidir.

declaration2 : Rejim bilgisine ait detay bilgidir.

entryoffice : Giris ¢ikis giimriik bilgisini igerir.

internalvehiclemode : Sinirdaki aracin tiirii bilgisini igerir.

bordervehiclemode : Cikistaki aracin tiirii bilgisini igerir.

bordervehiclecode : Cikti bilgisidir ve tasima sekli kodu bilgisini igerir.

Tablo 5’te tasima sekli ¢esitleri gosterilmektedir.

Tablo 5. Tasima Sekli Cesitleri

Kod Agiklama

10 Deniz yolu ile tagima

12 Deniz aracinda demiryolu vagonu

16 Deniz aracinda motorlu karayolu tagima araci
17 Deniz aracinda romork veya yar1 rémork

18 Deniz aracinda, i¢ sularda tasimaya 6zgii arag
20 Demiryolu ile yapilan tagima

23 Demiryolu vagonunda karayolu tagima araci
30 Karayolu ile yapilan tagima

40 Havayolu ile yapilan tagima

50 Posta ile yapilan tagima

70 Sabit tagima tesisati

80 I¢ sularda yapilan tasima

90 Kendinden hareketli

Sekil 25’te tasima sekli veri setinde yillara gore kayit sayilart gosterilmektedir.
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305477
306429
327417
354251
360217
396520
393367
368654
336007
350370

277228
288194

2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021

Sekil 25. 2010-2021 Tasima Sekli Veri Seti Beyanname Sayilari

Tablo 6°da ¢ikt1 bilgisi olan tasima sekli kayit sayilari azalan sirada listelenmistir.

Tablo 6. Tasima Sekli Kayit Sayilar

Tasima Sekli Kodu Kayit Sayisi

30 2064538
10 830793
40 625132
17 346499
16 110061
20 86385
50 245
90 199
12 139
23 87
18 50
70 3
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Tablo 7°de doviz tiirii bilgisinin tahminlemesi i¢in kullanilacak verilerden her yila ait bir
ornek gosterilmektedir ve 4.065.936 adet kayit mevcuttur. Currencytype ¢ikti bilgisidir.

Firmnumber, customsoffice, regime, declarationl, declaration2 ve tradecountry 6znitelik

bilgileridir.
Tablo 7. Doviz Tirti Tablosu

Eey Omnitelikder Cikin

. d L]

< = g F 9 E =

id . F £ ¢ & ¢ g 2 3 £

= E = g a " "

2 5 g - T g

g g 3 g 3 = 5 E g

% = 8 g 5 < E g
267068 | 2010 AND 42256 | 15233 350300 7100 ANT 7 006 GBP
382864 | 2011 MRS 8976 10149 330100 3151 EU 3 006 GBP
607127 | 2012 AND 22637 g 341200 4071 EU 4 001 TL
1100825 | 2013 ISN 1012 45614 330100 4000 M 4 03 EUR
1461578 | 2014 TRK 37801 | 42641 500400 7100 ANT 7 001 EUR
1798258 | 2015  AND 9232 41403 340000 4000 M 4 720 USD
2720857 | 2016 AVE 19802 6377 410500 4071 M 4 732 IPY
2421174 | 2017 MRS 28807 | 10149 340300 3151 EU 3 006 GBP
2018335 | 2018 GEB 30906 8000 410300 3100 M 5 003 TL
3010920 | 2019 AVR 1500 4300 340300 4000 M 4 720 USD
3517913 | 2020 TRK 97935 132 500400 4000 EU 4 003 EUR
3715569 | 2021 GMR 92066 109 160100 1000 EU 1 001 EUR

firmnumber : Giimriik beyannamesinin hangi firmaya ait oldugu bilgisini igerir.
customsoffice : Glimriik beyannamesinin hangi giimriikte isleme alindig bilgisini igerir.
regime : Giimriik beyannamesinde hangi rejime gore islem yapildig: bilgisini igerir.
declarationl : Rejim bilgisine ait detay bilgidir.

declaration2 : Rejim bilgisine ait detay bilgidir.

tradecountry : Ticaret yapilan iilkesi bilgisini igerir.

currencytype : Cikti bilgisidir ve doviz tiirii bilgisini igerir.

Tablo 8’de doviz tiirii gesitleri gosterilmektedir.
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Tablo 8. Doviz Tiirii Cesitleri

Kod Aciklama

AED Birlesik Arap Emirlikleri Dirhemi
AUD Avustralya Dolar1
BGN Bulgar Levasi

BRL Brezilya Reali

BYR Beyaz Rusya Rublesi
CAD Kanada Dolar1

CHF Isvigre Frang:

CNY Cin Yuan Renminbisi
CzZK Cek Kronu

DKK Danimarka Kronu
EGP Misir Paundu

EUR Euro

GBP Ingiliz Sterlini

GEL Gircistan Larisi
HKD Hong Kong Dolar1
HUF Macar Forinti

ILS Israil Yeni Sekeli
INR Hindistan Rupisi
IQD Irak Dinar1

IRR Iran Riyali

JOD Urdiin Dinari

JPY Japon Yeni

KRW Kore Vonu

KWD  Kuveyt Dinar1

KZT Kazakistan Tengesi
MAD  Fas Dirhemi

MXN Meksika Pezosu
MYR Malezya Ringiti
NOK Norveg¢ Kronu

PKR Pakistan Rupisi
PLN Polonya Zilotisi
RON Yeni Romen Leyi
RUB Rus Rublesi

SAR Suudi Arabistan Riyali
SEK Isve¢ Kronu

SGD Singapur Dolar1
THB Tayland Bahti

TL Tiirk Lirast

TND Tunus Dinart

TWD Tayvan Yeni Dolar1
uUSD ABD Dolar1

VND Vietnam Dongu
ZAR Giiney Afrika Randi

61



Sekil 26°da doviz tiirii veri setinde yillara gore kayit sayilar1 gosterilmektedir.

396521
93379
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vy i~ o o
o ™~ =
g o0 s
o 0
o

279030

2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020

Sekil 26. 2010-2021 Déviz Tiirii Veri Seti Beyanname Sayilari
Tablo 9°da ¢ikt1 bilgisi olan doviz tiirii kayit sayilart azalan sirada listelenmistir.

Tablo 9. Déviz Tiirii Kayit Sayilart

Doviz Tiirii Kodu Kayit Sayisi

EUR 3163907
(UN1D) 657430
TL 141410
GBP 44269
JPY 31734
CHF 10874
SEK 5298
RUB 2352
DKK 1701
GEL 1350
CNY 1339
RON 930
AED 926
PLN 794
NOK 726
AUD 444
CAD 401
SAR 18
INR 12
ZAR 12
CZK 7
HUF 2
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Tablo 10°da sevk iilke bilgisinin tahminlemesi igin kullanilacak verilerden her yila ait bir
ornek gosterilmektedir ve 4.031.130 adet kayit mevcuttur. Dispatchcountry ¢ikti
bilgisidir. Firmnumber, customsoffice, regime, declarationl, declaration2, entryoffice,

incotermcode, exitcountry, tradecountry ve destinationcountry 6znitelik bilgileridir.

Tablo 10. Sevk Ulke Tablosu

Key Oznitelikler Cikti
‘E.

- N - H - "I:‘ cl . P g E

B @ = b1 2 2
I g s § 0§ & ¢ § E g ¢
g 8 s 2 s & E ¢ B 8 8B B[ Z
g g E E B g r E = H < 5 -]
L=l & =} § = = w E o 2 £ B
: g | &

=

1 2010 AVR 291 1 341300 1040 EU 1 220200 FCA 052 003 003 | 003
274031 2011 AND 25 20724 341200 4071 EU 4 220200 CIP 004 004 052 | o004
862306 2012 TRE 54193 1614 341600 7100 ANT 7 343100 DAP 003 003 052 | 003
1123935 2013 MRS 15185 | 10239 330100 1000 EU 1 330100 CIF 052 004 004 | 004
1166449 2014 GMR 220 5 160200 4071 EU 4 220200 FCA 004 004 052 | o004
1813030 2015 ISN 9882 56619 330900 4000 EU 4 340300 DAP 032 032 032 | 032
1842685 2016 GMR 1205 5 340300 1000 EU 1 340300 FCA 052 004 004 | 004
2559102 2017 TRE 38696 | 64542 341300 1000 EU 1 221300 DAP 052 063 063 | 063
2977073 2018 ANK 865 61504 341300 7100 ANT 7 220500 EXW 009 009 052 | 009
2977116 2019  GEB 902 10381 410500 4071 EU 4 343400 EXW 011 011 052 | o001
3345416 2020 EGE 62089 15 350300 1000 EX 1 350300 FOB 052 624 624 | 624
3680848 2021 GMR 2730 5 341453 1000 EX 1 341453 FCA 052 728 728 | 728

firmnumber : Giimriik beyannamesinin hangi firmaya ait oldugu bilgisini igerir.
customsoffice : Glimriik beyannamesinin hangi giimriikte isleme alindig bilgisini igerir.
regime : Giimriik beyannamesinde hangi rejime gore islem yapildig: bilgisini igerir.
declarationl : Rejim bilgisine ait detay bilgidir.

declaration2 : Rejim bilgisine ait detay bilgidir.

entryoffice : Giris ¢ikis giimriik bilgisini igerir.

incotermcode : Teslim sekli bilgisini igerir.

exitcountry : Cikis tilke bilgisini igerir.

tradecountry : Ticaret yapilan {ilke bilgisini igerir.

destinationcountry : Gidecegi iilke bilgisini igerir.

dispatchcountry : Cikt1 bilgisidir ve sevk tilke bilgisini igerir.
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Tablo 11°de en ¢ok kullanilan 14 sevk iilkesi listelenmektedir.

Tablo 11. Sevk Ulke Listesi

Kod Ad1

001 Fransa

003 Hollanda

004 Almanya

005 Italya

006 Birlesik Krallik
011 Ispanya

017 Belcika

060 Polonya

061 Cek Cumbhuriyeti
064 Macaristan

066 Romanya

400 Birlesik Devletler
720 Cin (Halk Cumhuriyeti)
732 Japonya

Sekil 27°de sevk tilke veri setinde yillara gore kayit sayilari gosterilmektedir.

351306
355559
389503
389368
367741
5995
50284

vy
o

3
3

324929
3

2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021

274930
302083
285293
304139

Sekil 27. 2010-2021 Sevk Ulke Veri Seti Beyanname Sayilar

Tablo 12’de ¢ikt1 bilgisi olan sevk iilke kayit sayilari azalan sirada listelenmistir. Tablo
12°de en ¢ok kullanilan 14 tilke koduna yer verilmistir.
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Tablo 12. Sevk Ulke Kayit Sayilari

Sevk Ulke Kodu Kayit Sayisi
004 1243835
001 288758
005 276405
066 167664
060 146053
006 137482
011 131600
720 128899
017 107943
003 90597
400 78760
732 76374
061 67500
064 60967

Tablo 13’te birim bilgisinin tahminlemesi i¢in kullanilacak verilerden her yila ait bir

ornek gosterilmektedir ve veri setinde 22.015.778 adet kayit mevcuttur. Unit ¢ikti

bilgisidir. Firmnumber, customsoffice, regime, declarationl, declaration2, hscode ve

statisticalunit 6znitelik bilgileridir.

Tablo 13. Birim Tablosu

Key Oznitelikler Cikt

E sy % | & & 7 9 g

* 1 F §|§ & B & 3 @ i |G

< g £ g 8 R £
8 2010 AND 127 1 5999 341200 4071 EU 4  8708.99.97.99.19 ce2 ce2
1340911 | 2011 AVR 103 1 11 343100 7100 ANT 7 481019909000 KGM | KGM
2851220 | 2012 GMR 51681 5 5 340300 4000 EU 4  85423190.00.00 ) ce2
4349837 | 2013 ANK 2395 4 | 48266 341200 1000 EX 1 391739008000 MIR | MIR
6186407 | 2014 GMR 70080 2 5 160200 6321 EU 6 846693700000  SET | SET
8395124 | 2015 MRS 7750 1 | 10149 341300 3151 EU 3 551641009000 MIK | MIK
9241746 | 2016 AVR 40794 19 | 10084 341300 4071 EU 4 281310000000 GRM | GRM
10725703 | 2017  AND 9 15 | 47852 340900 4000 IM 4 846792000000  SET | SET
15076242 | 2018  ISN 19299 2 | 46762 440200 1000 EU 1 600410000019 KGM |KGM
17304015 | 2019 TRK 7018 1 132 343100 5100 EU 5 730630119000 MIR | MIR
18595047 | 2020 EGE 55840 2 | 60522 352200 4000 IM 4 760120800000 KGM |KGM
21698216 | 2021 GMR 101876 49 5 341200 7100 ANT 7  87083091.0000  SET | SET
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firmnumber : Giimriik beyannamesinin hangi firmaya ait oldugu bilgisini igerir.

customsoffice : Giimriik beyannamesinin hangi giimriikte isleme alindig bilgisini igerir.

regime : Giimriik beyannamesinde hangi rejime gore islem yapildig: bilgisini igerir.

declarationl : Rejim bilgisine ait detay bilgidir.

declaration2 : Rejim bilgisine ait detay bilgidir.

hscode : Tarife bilgisini igerir.

statisticalunit : Istatistiki birim bilgisini igerir.

unit : Cikti bilgisidir ve birim kodu bilgisini igerir.

Tablo 14’te birim gesitleri gosterilmektedir.

Tablo 14. Birim Cesitleri

Kod Aciklama

ADET Adet (Dikkat Sadece Serbest Bélge Islem Formu I¢indir)
AYR Altin Ayari

B32 KG-Metre Kare

BAS Bas

BRUTKG Briit Kilogram

C62 Adet (Unit)

CCT Ton Basina Tasima Kapasitesi
CIFT Cift (Dikkat Sadece Gozetim Igin)
CPR Adet-Cift

D30 Briit Kalori Degeri

D40 Bin Litre

GFI Fissile izotop Grami

GMS Glimiis

GRM Gram

GT Gross Ton

H62 Yiiz Adet

K20 Kilogram Potasyum OKksit

K58 Kurutulmus Net Agirlikli Kilogrami
K62 Kilogram-Adet

KFO Difosfor Pentaoksit Kilogrami
KGM KGM

KH6 Kilogram-Bas

KHO Hidrojen Peroksit Kilogrami
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KMA Metil Aminlerin Kilogrami1

KNI Azotun Kilogrami

KOH Kilogram Potasyum Hidroksit
KPH Kg Potasyum Oksid

KPR Kilogram-Cifr

KSD %90 Kuru Uriin Kilogram1
KSH Sodyum Hidroksit Kilogrami
KUR Uranyum Kilogrami

KWH Kilowatt Saat

KWT Kilowatt

LPA Saf Alkol Litresi

LTR Litre

MTK Metre Kare

MTQ Metre Kiip

MTR Metre

NCL Hiicre Adedi

NCR Karat

NETKG  Net Kilogram
oMV OTV Maktu Vergi

OTB OTV Olgii Birimi
PR Cift

R9 Bin Metre Kiip
RLO Rulo

SET Set

T3 Bin Adet

TWH Bin Kilowatt Saat

Sekil 28°de birim veri setinde yillara gore kayit sayilari gosterilmektedir.
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2331789
2225318
2229382

98040

2305561

o~

2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021

1744376
1958217

1340387
1510823
1402518
1345315
1424052

Sekil 28. 2010-2021 Birim Veri Seti Beyanname Sayilari
Tablo 15’de ¢ikt1 bilgisi olan birim kayit sayilari azalan sirada listelenmistir.

Tablo 15. Birim Kayit Sayilar

Birim Kodu Kayit Sayisi

C62 20274915
KGM 1047388
MTR 264474
MTK 228062
SET 79198
GRM 45762
PR 39467
LTR 22429
MTQ 8424
KSD 2600
NCL 776
KFO 761
KHO 396
K58 277
T3 224
CPR 184
KSH 178
KNI 79
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BAS
B32
KPH
KMA
ADET
H62
GT
D30
NCR
K62
KH6
CCT

N N DN
o OO © O
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Tablo 16’da uluslararasi anlasma bilgisinin tahminlemesi i¢in kullanilacak verilerden her
yila ait bir ornek gosterilmektedir ve veri setinde 22.000.635 adet kayit mevcuttur.
Prefrequestcode c¢ikti bilgisidir. Firmnumber, customsoffice, regime, declarationl,

declaration2 ve exitcountry 6znitelik bilgileridir.

Tablo 16. Uluslararast Anlasma Tablosu

Key Oznitelikler Cikh
L]
E‘ - - z 8 'E' g I -g
@ 2 2 2 g P S 2 z =
. o g g | o = = ] o
id = = E = = @ Eh = = = =
@ - = = E - - =]
= = = = = a8 @ = = 7] =3
s £ E| E £ = T % 7 2
3 8 2| & g < & 7 s
[=H
9 2010  AND 22070 1 96 351900 3151 EX 3 052 DI
1705036 | 2011 AVR 46800 4 502 341300 5100 EU 5 005 AT
2903529 | 2012 TRK 3325 1 132 341600 4071 EU 4 011 AKCT
4367233 | 2013 AVR 5520 2 15415 343100 4000 M 4 700 GYU
6980154 | 2014 TRK 48777 1 132 343100 4000 IM 4 728 KORE
8729961 | 2015 MRS 2703 1 38834 330100 4000 IM 4 624 ISR
10638222 2016 TRK 42968 1 132 590400 5171 EU 5 039 EFTA
12899836 2017 TRK 48399 1 2278 343100 4000 IM 4 701 MY
13950437 2013 EGE 31095 1 15 341300 4000 M 4 098 SRB
17382935 2019 GMR 12633 2 5 341200 4071 M 4 212 TNS
18783360 2020 GMR 736 2 5 160200 4071 EU 4 039 | PAAMK
20738593 | 2021 AVR 47515 59 6877 410500 5100 EU 5 006 BK
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firmnumber : Giimriik beyannamesinin hangi firmaya ait oldugu bilgisini igerir.

customsoffice : Giimriik beyannamesinin hangi giimriikte isleme alindig1 bilgisini igerir.

regime : Giimriik beyannamesinde hangi rejime gore islem yapildig: bilgisini igerir.

declarationl : Rejim bilgisine ait detay bilgidir.

declaration2 : Rejim bilgisine ait detay bilgidir.

exitcountry : Cikis tilkesi bilgisini igerir.

prefrequestcode : Cikti bilgisidir ve uluslararasi anlagma bilgisini igerir.

Tablo 17°de uluslararasi anlagma c¢esitleri gosterilmektedir.

Tablo 17. Uluslararas: Anlasma Cesitleri

Kod Aciklama

AKCT Tiirkiye-AB Avrupa Kémiir Celik Toplulugu Uriinleri STA’s1

ARN Arnavutluk STA

AT Tiirkiye-AB Ortaklik Konseyinin Glimriik Birligi 1/95 sayili Karari
Tiirkiye-AB Ortaklik Konseyi-tarim {iriinleri ticareti 1/98 sayili

ATRM Karar

BBMK  Bati Balkan Mense Kiimiilasyonu Sistemi

BK Birlesik Krallik STA

BSH Bosna-Hersek STA

Dl Diger

EAZG En Az Gelismis Ulkeler

EFTA EFTA STA

FAS Fas STA

FIL Filistin STA

GUR Gilircistan STA

GYU Gelisme Yolundaki Ulkeler

IRI Iran TTA

ISR Israil STA

KAR Karadag STA

KORE G. Kore STA
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KOS Kosova Tek Tarafli Taviz

MD Moldova STA

MKE Makedonya STA

MORIT  Morityus STA

MSR Misir STA

MY Malezya STA

OTDU Ozel Tesvik Diizenlemesi Ulkeleri

PAAMK Pan-Avrupa-Akdeniz Mense Kiimiilasyonu Sistemi
SIL Sili STA

SIN Singapur STA
SRB Sirbistan STA
SUR Suriye STA
TNS Tunus STA

Sekil 29°da uluslararas1 anlagma veri setinde yillara gore kayit sayilar1 gosterilmektedir.

1510375
1741601
1956013

2331630

2225212

2229357

2198040
2305540

1399521
1420520

2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021

1340717
1342109

Sekil 29. 2010-2021 Uluslararas1 Anlasma Veri Seti Beyanname Sayilari

Tablo 18°de ¢ikt1 bilgisi olan uluslararasi anlagsma kayit sayilar1 azalan sirada
listelenmistir.
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Tablo 18. Uluslararas1 Anlagsma Kayit Sayilar

Uluslararasi Anlasma Kodu Kayit Sayisi

AT 14248579
DI 7513126
KORE 49458
AKCT 47948
EFTA 41329
GYU 38224
EAZG 26008
SRB 7293
MSR 5081
BK 4806
ISR 4030
TNS 3511
MY 2387
BSH 2280
FAS 2144
PAAMK 1812
ATRM 1392
BBMK 527
SUR 202
SIN 175
MKE 92
GUR 84
OTDU 70
ARN 33
MORIT 19
SIL 11
MD 5
KAR 5
KOS 3
FIL 1

Tablo 19’da 6deme sekli bilgisinin tahminlemesi igin kullanilacak verilerden her yila ait
bir ornek gosterilmektedir ve 19.941.787 adet kayit mevcuttur. Paymentcode ¢ikti
bilgisidir. Firmnumber, customsoffice, regime, declarationl, declaration2, bankcode ve

featurecode 6znitelik bilgileridir.
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Tablo 19. Odeme Sekli Tablosu

Key Oznitelikler Cikti

- - B = § = s @ =
w | o F % : i F 3 ¢ £ HE

L] = = g g < < = & &
1 2010 AND 400 1 192 341200 4071 M 4 999999999 02 7
1340201 2011  EGE 14 2 441 350300 4000 EU 4 006700682034 01 1
2850522 2012 MRS 13 1 10157 330100 4000 EU 4 020600003038 01 3
4264860 2013  AND 1056 53 8 341200 7100 ANT 7 999999999 01 7
5601685 2014 AND 362 1 39140 341200 4071 EU 4 999999999 02 7
7047984 2015 ANK 2359 1 38636 343100 1000 EX 1 020500007042 01 2
8290583 2016  AVR 29559 1 15415 343100 4000 M 4 004600788034 02 2
10013579 | 2017 EGE 50840 54 | 38343 341300 4000 EU 4 004600408035 01 2
12117135 | 2018 GEB 29737 262 | 69611 410500 4071 EU 4 020500134034 01 2

14534960 | 2019 EGE 45847 1 | 60522 350300 3151 EU 3 013403020035 01 1
17551279 | 2020 MRS 1219 § | 10281 330100 3151 EX 3 001209492038 01 1
19886450 | 2021 TRK 9608 1 132 343100 4000 EU 4 003200018034 01 1

firmnumber : Giimriik beyannamesinin hangi firmaya ait oldugu bilgisini igerir.
customsoffice : Glimriik beyannamesinin hangi giimriikte isleme alindig bilgisini igerir.
regime : Giimriik beyannamesinde hangi rejime gore islem yapildig: bilgisini igerir.
declarationl : Rejim bilgisine ait detay bilgidir.

declaration2 : Rejim bilgisine ait detay bilgidir.

bankcode : Banka kodu bilgisini igerir.

featurecode : Ozellik kodu bilgisini igerir.

paymentcode : Cikt1 bilgisidir ve 6deme sekli bilgisini igerir.
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Tablo 20°de 6deme sekli cesitleri gosterilmektedir.

Tablo 20. Odeme Sekli Kodlar1 Listesi

Kod Ad1

1 Mal Mukabili

11 Ozel Takas

12 Akreditif

13 Bagli Muamele

14 Kabul Kredili Akreditif

15 Kabul Kredili Vesaik Miikabili
16 Kabul Kredili Mal Miikabili
17 Ozel Hesap

2 Pesin

3 Vesaik Miikabili

6 Vadeli Akreditif

7 Bedelsiz

4 Pesin (Kagit Ortam1)

Sekil 30’da 6deme sekli veri setinde yillara gore kayit sayilart gosterilmektedir.

2223807

2229347
198023
2305519

2

1717725

1278204
1495276
1319916
1319471
1353054
1362226

)
cn .

(o]
ol
(e
‘ | | |
]

2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021

1139219

Sekil 30. 2010-2021 Odeme Sekli Veri Seti Beyanname Sayilar
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Tablo 21’°de ¢ikt1 bilgisi olan 6deme sekli kayit sayilar1 azalan sirada listelenmistir.

Tablo 21. Odeme Sekli Kayit Sayilart

Odeme Sekli Kodu Kayit Sayisi

2 13163952
1 4277779
7 1619856
3 728121
12 99504
6 34283
4 10260
15 7347
14 416
16 248
13 17
17 4

Verilerin Coziimlenmesi ve Yorumlanmasi

Siniflandirma algoritmalarinin bagsarimlarinin yiiksekligi nedeniyle caligmalar Gaussian
Naive Bayes (Chen, Webb, Linyuan, ve Ma, 2019), Decision Tree siniflandirma
algoritmasi (Chandrasekar, Qian, Shahriar, ve Bhattacharya, 2017), K-Nearest Neighbors
smiflandirma algoritmas1 (Zhang, Li, Zong, Zhu, ve Wang, 2018), Random Forest
siiflandirma algoritmas1 (Abdulkareem ve Abdulazeez, 2021), Ridge siniflandirma
algoritmasi (Dobriban ve Wager, 2018), Bagging siniflandirma algoritmasi (Roshan ve
Asadi, 2020), AdaBoost siniflandirma algoritmasi (Zhang, et al., 2019) ve Multi-Layer
Perceptron (Tang, Deng, ve Huang, 2016) ile yapilmistir.

Verilerin Onisleme siireci modelin tahminlemesinde 6nemli bir yer tutmaktadir
(Alexandropoulos, Kotsiantis, ve Vrahatis, 2019). Verinin entegrasyonu, temizlenmesi,
dontistiiriilmesi, azaltilmast ve boyutunun kiiciiltiilmesi bu asamada yapilmaktadir

(Alasadi ve Bhaya, 2017). Sekil 31°de veri 6nisleme yontemleri gorsel olarak verilmistir.
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Tablolarin icerigi doldurulurken bos bilgi iceren ve uygun olmayan kayitlar se¢ilmeyerek
Onigleme adimlarina bu agsamada baslanmistir. Kategorik verilerin ¢ogu sayisal olmadigi
icin encoding yontemi kullanilarak veriler sayisallagtirilarak donistiirilmiis ve

kullanilabilir hale getirilmistir (Dahouda ve Joe, 2021). Sayisallastirma isleminde

Veri Temizleme Veri Normalizasyonu

. B%*G

|

Veri Donustunne Eksik Veri Tamamlama
| B S
Veri Biitiinlestirme Giiriilti Tanimlama

.y

J— B <

E‘:ﬂ

Sekil 31. Veri Onisleme Asamalari

LabelEncoder metodu (Jackson ve Agrawal, 2019) kullanilmustir.

Tablo 22°de encoding islemi sonrasinda tasima sekli veri setinin sayisallagtirilmis hali

gosterilmistir.
Tablo 22. Tagima Sekli Veri Seti Sayisallagtirmast
index firmnu customso regi de_clarat de_clarat ent_ryof internalvehicl  bordervehicl  bordervehic
mber ffice me ionl ion2 fice emode emode
0 1 3 7 1 2 84 1 1 30
1 1 3 7 1 2 84 1 1 30
2 1 3 7 1 2 84 1 1 30
3 1 3 7 1 2 84 1 1 30
4 1 3 7 1 2 84 1 1 30
5 1 2 16 1 6 2 4 4 40
6 1 2 1 4 1 2 4 4 40
7 1 2 1 1 1 2 4 4 40
8 1 3 1 1 1 84 1 1 30
9 1 2 1 1 1 2 4 4 40
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Tablo 23’te encoding islemi sonrasinda doviz tiirli veri setinin sayisallastirilmis hali
gosterilmigtir.

Tablo 23. Doviz Tiirii Veri Seti Sayisallastirilmasi

index firmnumber  customsoffice ~ Regime  declarationl  declaration2  tradecountry  currencytype

0 1 64 4 2 0 2 USD
1 1 64 4 2 0 2 USD
2 1 64 4 2 0 2 USD
3 1 64 4 2 0 2 USD
4 1 64 4 2 0 2 USD
5 1 64 4 2 0 2 USD
6 1 59 9 2 1 40 USD
7 1 59 25 4 3 175 USD
8 1 59 25 2 3 10 USD
9 1 64 25 2 3 26 USD

Tablo 24’te encoding islemi sonrasinda sevk iilkesi veri setinin sayisallastirilmis hali

gosterilmistir.

Tablo 24. Sevk Ulkesi Veri Seti Sayisallastirmasi

ind firmnu custom regi declar declar entry incoter exitco tradeco destinatio dispatchc

ex mber soffice me  ationl ation2  office  mcode untry  untry ncountry ountry
0 1 3 7 1 2 84 2 1 12 19 003
1 1 3 7 1 2 84 2 1 12 19 003
2 1 3 7 1 2 84 5 1 12 19 003
3 1 3 7 1 2 84 5 1 12 19 003
4 1 3 7 1 2 84 5 1 12 19 003
5 1 3 1 1 1 84 10 10 4 1 003
6 1 3 1 1 1 2 10 10 4 1 003
7 1 2 1 1 1 2 10 10 4 1 003
8 1 2 1 1 1 2 10 10 4 1 003
9 1 2 1 4 1 2 10 16 11 1 400

Tablo 25’te encoding islemi sonrasinda birim veri setinin sayisallastirilmis hali
gosterilmistir.

77



Tablo 25. Birim Veri Seti Sayisallastirilmasi

firmnu  customs

index mber office regime declarationl declaration2 hscode statisticalunit unit
0 192 33 24 4 3 4921 24 MTR
1 5999 33 24 2 3 4291 5 C62
2 5999 33 24 2 3 1605 5 C62
3 5999 33 24 2 3 1195 5 C62
4 5999 33 24 2 3 5051 5 C62
5 5999 33 24 2 3 4334 5 C62
6 5999 33 24 2 3 1350 5 C62
7 5999 33 24 2 3 5093 5 C62
8 8065 38 39 0 6 2620 5 C62
9 8065 38 39 0 6 3096 5 C62

Tablo 26°da ise encoding islemi sonrasinda uluslararasi anlagsma veri setinin
sayisallastirilmis hali gosterilmistir.

Tablo 26. Uluslararasi Anlasma Veri Seti Sayisallagtiriimasi

index  firmnumber  customsoffice  regime declarationl declaration2 exitcountry  prefrequestcode

0 5999 33 40 0 6 9 AT
1 5999 33 25 2 3 3 AT
2 5999 33 25 2 3 2 DI
3 7375 33 3 3 0 20 DI
4 8 33 25 2 3 0 AT
5 8 33 25 2 3 0 AT
6 8 33 40 0 6 0 AT
7 8 33 40 0 6 0 AT
8 96 50 13 3 2 20 DI
9 5719 34 13 3 2 20 DI

Tablo 27°de encoding islemi sonrasinda 6deme sekli veri setinin sayisallagtirilmis hali
gosterilmistir.
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Tablo 27. Odeme Sekli Veri Seti Sayisallastiriimasi

index ﬁr;g]: ru Cl;‘;?c?s regime declarationl declaration2 ban‘l:cod featurecode ng%)l/t
0 192 4 3 4 1 1 2 7[:0 :
1 192 3 6 1 5 20 1 1
2 192 3 6 1 5 20 1 1
3 192 3 6 1 5 20 1 1
4 192 3 6 1 5 20 1 1
5 192 3 6 1 5 20 1 1
6 192 3 6 1 5 20 1 1
7 10156 11 1 4 1 627 1 2
8 192 3 6 1 5 20 1 1
9 192 3 6 1 5 20 1 1

Biiyiik veri setleri i¢in uygun olan seaborn kiitiiphanesi (Waskom, 2021) ile tasima sekli
veri seti gorsellestirilerek Sekil 32 elde edilmistir. 30 kodlu karayolu ile yapilan tagima

en ¢ok kullanilan tagima sekli olarak gortinmektedir.

let

150 4

LI5 1

Say1

Lo0 4

050 1

025 4

0o -

30 10 16 i} 40 17 Digerlen
Tagima Sckhi

Sekil 32. Tagima Sekli Sayilari

Seaborn kiitiiphanesi ile doviz tirii veri seti gorsellestirilerek Sekil 33 elde edilmistir.
EUR kodlu Euro (Avrupa Ortak Para Birimi) en ¢ok kullanilan déviz tiirii olarak

goriinmektedir.
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1e6

T T T T
Y GBP Digerleri CHF
Diviz Turi

Sekil 33. Doviz Tiirii Sayilart

Sevk iilke veri seti gorsellestirilerek Sekil 34 elde edilmistir. 004 kodlu Almanya en ¢ok

kullanilan sevk iilke olarak goriinmektedir.

08 1

Sayl

i 4

04 1

0.2 1

oo -
Mgerlen 003 20 10 il 03 A0 004 L1 Ry m7 L] [hE]
Sevk Ulke

Sekil 34. Sevk Ulke Sayilart

Birim veri seti gorsellestirilerek Sekil 35 elde edilmistir. C62 kodlu Adet (Unit) en ¢ok

kullanilan birim olarak goriinmektedir.
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1e7

200 1
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150 4

Say1
-
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0.50 4

0.25

0.00 - u T u T T
KGM 62 MTR SET MTE Digerleri GRM
Birim

Sekil 35. Birim Sayilari

Uluslararas1 anlagsma veri seti gorsellestirilerek Sekil 36 elde edilmistir. AT kodlu
Tiirkiye-AB Ortaklik Konseyinin Glimriik Birligi 1/95 sayili Karar1 en ¢ok kullanilan

uluslararasi anlasma olarak goriinmektedir.
le7

14

124

10 A

Say

0.6 A

0.4 1

02

0.0 -

T T T T T
EFTA Digerleri Gy AKCT KORE
Uluslararasi Anlasma

Sekil 36. Uluslararast Anlasma Sayilari

Odeme sekli veri seti gorsellestirilerek Sekil 37 elde edilmistir. 2 kodlu pesin en ¢ok

kullanilan 6deme sekli olarak goriinmektedir.
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T T T
12 [ Digerleri

Odeme Sekli

Sekil 37. Odeme Sekli Sayilar

Ozniteliklerin se¢imi algoritmalarin basarim oranlarinda ¢ok etkilidir. Sekil 38°de tasima
sekli modeli igin secilen Ozniteliklerin etkisi (Zien, Krdmer, Sonnenburg, ve Ritsch,
2009) gosterilmistir. Giris ¢ikis giimriigii etkisi en ¢ok olan Oznitelik olarak
gorinmektedir. Giris ¢ikis giimriigii 6zniteliginden sonra ¢ikistaki aracin tiirii etkisi en

¢ok olan ikinci 6znitelik olarak goriinmektedir.
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Crnatehkler

Sekil 38. Tasima Sekli Modelinde Ozniteliklerin Agirlig:
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Sekil 39°da doviz tiirii modelinde ticaret yapilan lilke etkisi en ¢ok olan 6znitelik olarak
goriinmektedir. Ticaret yapilan {ilke 6zniteliginden sonra firma numarasi etkisi en ¢ok

olan ikinci 6znitelik olarak goriinmektedir.

40

35 o

LERCT N

LR Ny

is

os

LeRuln]

EEime
decluration?

Dezerler
= =
- I
[} (]
i i i i

firmnumber
austomsoffice
declaration|

Cenitelikler
Sekil 39. Déviz Tiirii Modelinde Ozniteliklerin Agirlig

Sekil 40°da sevk iilke modelinde ticaret yapilan iilke etkisi en ¢ok olan 6znitelik olarak
goriinmektedir. Ticaret yapilan iilke 6zniteliginden sonra ¢ikis tilkesi etkisi en ¢ok olan

ikinci 6znitelik olarak gorinmektedir.
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Sekil 40. Sevk Ulke Modelinde Ozniteliklerin Agirlig
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Sekil 41’de birim modelinde istatistiki birim etkisi en ¢ok olan Oznitelik olarak
goriinmektedir. Istatistiki birim 6zniteliginden sonra tarife etkisi en ¢ok olan ikinci

Oznitelik olarak goriinmektedir.
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Crenitelikler

Sekil 41. Birim Modelinde Ozniteliklerin Agirligt
Sekil 42°de uluslararas1 anlasma modelinde ¢ikis yapilan tilke etkisi en ¢ok olan 6znitelik
olarak goriinmektedir. Cikis yapilan iilke 6zniteliginden sonra rejim etkisi en ¢ok olan

ikinci Oznitelik olarak goriinmektedir.
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Sekil 42. Uluslararas1 Anlasma Modelinde Ozniteliklerin Agirligt
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Sekil 43’te 6deme sekli modelinde firma numarasi etkisi en ¢ok olan 6znitelik olarak
goriinmektedir. Firma numarasi Ozniteliginden sonra rejim etkisi en ¢ok olan ikinci

Oznitelik olarak goriinmektedir.
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Sekil 43. Odeme Sekli Modelinde Ozniteliklerin Agirlig

Akilli Beyanname Uygulamasinin Gelistirilmesi

Akilli beyanname uygulamasi ile gilimrilkk beyanname olusturma asamasinda yapilan
hatalarin minimum seviyeye cekilmesi hedeflenmektedir. Giimriikk beyannamesindeki
veri seti belirlenebilen bilesenler iizerinde makine Ogrenmesi ve derin Ogrenme
algoritmalariyla modelleme yapilarak ¢alisilmistir. Bagarim oran yiiksek olan veri setleri
uygulamaya dahil edilmistir. Uygulamaya dahil edilen modeller igin kullaniciya
onerilerde bulunulacaktir. Kullanicinin son kontrol ve onay1 alinarak beyanname islemi
sonuglandirilacaktir.

Calisma uluslararasi bir lojistik firmasinin 12 yillik beyanname verileri ile yapilmistir.
Uygulama Delphi 2007 gelistirme ortami ile yazilan giimriik programi iizerinde
calisacaktir. Sektor i¢in ilk ve tek 6rnek olacak bu ¢alisma ile giimriik islemlerinde 6nemli
bir soruna ¢ozlim saglanacaktir.

Uygulamada mevcut gliimriik beyanname verilerinin de bulundugu Microsoft SQL Server
platformundaki veri tabani1 kullanilmistir. 2010 ve 2021 yillar1 arasindaki beyanname
verilerinde veri setleri T-SQL sorgulama dili kullanilarak olusturulmustur. Veri setlerinin
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egitime hazir hale getirilmesi bu asamada yapilmistir. Oznitelik verileri bos olan ve uygun
veri igermeyen kayitlar bu asamada elenmistir.

Makine Ogrenmesi algoritmalarmin veri setleri lizerinde c¢alistirilmasi, Vverinin
sayisallagtirilmasi, veri setlerinin = gorsellestirilmesi, Ozniteliklerin  agirliklarinin
bulunmasi, egitim sonuglarinin binary olarak saklanmasi ve saklanan binary dosyalar
kullanilarak tahminleme yapilmasi islemleri i¢in Python programlama dilinde kodlar
yazilmistir. Editor olarak Spyder secilmistir. Python 3.9 versiyonu kullanilmistir.

Makine O6grenmesi algoritmalarinin veri setleri {izerinde c¢alistirllmasi igin Sklearn
kiitiphanesi kullanilmistir. Sayisal olmayan veriler egitim &ncesinde LabelEncoder
kiitiiphanesi kullanilarak sayisallagtirilmigtir. Veri setlerinin gorsellestirilmesi igin biiyiik
veri setlerinde basarili sonuglar veren Seaborn kiitiiphanesi kullanilmustir. Ozniteliklerin
agirliginin - gorsellestirilmesi  i¢in  MatPlotLib kiitiiphanesi kullanilmistir. Egitim
sonuclarinin binary olarak saklanmasi ve binary dosyadan okunmasi icin Pickle
kiitiiphanesi kullanilmigtir. Parametre kullanimi i¢in Sys kiitiiphanesi kullanilmistir. Veri
setlerinin veri tabanindan okunmasi igin Pypyodbc ve listelere alinarak kullanilmasi igin
Pandas kiitiiphaneleri kullanilmistir.

Uygulama i¢in tagima sekli, doviz tiirli, sevk iilke, birim, uluslararasi anlasma ve 6deme
sekli i¢in Oznitelikler tespit edilerek birer veri seti olusturulmustur. Her bir veri seti i¢in
SQL Server’da tablo agilmistir. Sekil 44°te veri setlerinden tasima sekli i¢in olusturulan
tablonun yapisi goriilmektedir.

CREATE TABLE [dbe]. [MLGumrukDosyaTasimaSekli](
[id] [int] IDENTITY(L,1) NOT UL,
[year] [int] NOT NULL,
[department] [varchar](3) NOT NULL,
[filenumber] [int] MOT NULL,
[firmaumber] [int] HOT NULL,
[customsoffice] [varchar](G) NOT NULL,
[regime] [varchar](5) NOT NULL,
[declarationl] [varchar](3) NOT NULL,
[declaration2] [varchar](3) NOT NULL,
[entryoffice] [varchar](6) NOT NLLL,
[internalvehiclemode] [varchar](&) NOT NULL,
[bordervehiclemode] [varchar](6) NOT NULL,
[bordervehiclecode] [varchar](2) NOT NULL,
CONSTRAINT [PK_MLGumrukDosyaTasimaSekli] PRIMARY KEY CLUSTERED

[id] AsC
JWITH (PAD_INDEX = OFF, STATISTICS NORECOMPUTE = OFF, IGNORE DUP KEY = OFF, ALLOW_ROW_LOCKS = ON, ALLOW_PAGE_LOCKS = ON) ON [PRIMARY]
) ON [PRIMARY]

Sekil 44. Tasima Sekli Tablo Yapisi

Veri setleri i¢in olusturulan tablolar 2010 ve 2021 yilar1 aras1 glimriik beyanname bilgileri
ile doldurulmustur. Bu islem yapilirken 6znitelik verilerinin dolu olup olmadig: kontrol

edilerek uygun olmayan kayitlar bu asamada elenmistir. Bu islem ile veri setleri makine
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O6grenme algoritmalarinin uygulanmasina hazir hale getirilmistir. Sekil 45°te tasima sekli

veri seti i¢in a¢ilmis tabloya kayitlart ekleyen SQL kodunun bir kismi1 goriinmektedir.

insert into MLGumrukDosyaTasimaSekli (year, department, filenumber, firmnumber, customsoffice, regime, declarationl,
declaration2, entryoffice, internalvehiclemode, bordervehiclemode, bordervehiclecode)

kelect d.yil, d.departman, d.dosyano, d.firmano, d.gumruk, d.rejim, d.beyanl, d.beyan2,

d.gircikgumruk, d.ciktasitcinsi, d.sinirtasitcinsi, d.sinirnak

from Barsan201@. .ggumrukdosya d

where isnull(d.iptal,®)=@ and d.tesciltar is not null and left(d.rejim,1) in ('1','2','3','4",'5",'6",'7")

and isnull(d.rejim,'")<:"" and isnull(d.ciktasitcinsi,'')<x'" and isnull(d.sinirtasitcinsi, and isnull(d.sinirnak,"'')<>

and isnull(d.beyanl,'')<:'" and isnull(d.beyan2,'')<:"" and isnull(d.gircikgumruk,'')<:'" and isnull(d. gumruk, "' )<

N
1€

union all

select d.yil, d.departman, d.dosyano, d.firmane, d.gumruk, d.rejim, d.beyanl, d.beyan2,

d.gircikgumruk, d.ciktasitcinsi, d.sinirtasitcinsi, d.sinirnak

from Barsan21l..ggumrukdosya d

where isnull(d.iptal,®)=@ and d.tesciltar is not null and left(d.rejim,1) in ('1','2','3",'4",'5",'6",'7")
and isnull(d.rejim,'")<:"" and isnull(d.ciktasitcinsi,'')<x'" and isnull(d.sinirtasitcinsi, and isnull(d.sinirnak,"'')<>
and isnull(d.beyanl,'')<>"" and isnull(d.beyan2,'')<>"" and isnull(d.gircikgumruk,'')<>"" and isnull(d. gumruk, "' )<

N
1€

Sekil 45. Tasima Sekli Tablosuna Veri Ekleme

Veri setlerine makine 6grenme algoritmasi uygulanmadan dnce sayisal olmayan verilerin
sayisallagtirilmast iglemi yapilmigtir. Bu islem i¢in LabelEncoder kiitiiphanesi
kullanilmigtir.  Sekil 46’da doviz tirli veri setinde sayisal olmayan verilerin

sayisallagtirilmasi islemini yapan kod boliimii gosterilmistir.

le = LabelEncoder()

dataframe.customsoffice=le.fit transform{dataframe.customsoffice)
dataframe.regime=le.fit transform{dataframe.regime)
dataframe.declarationl=le.fit_transform{dataframe.declarationl)
dataframe.declaration2=le.fit_transform{dataframe.declaration2)
dataframe.tradecountry=le.fit transform{dataframe.tradecountry)

Sekil 46. Doviz Tiirli Veri Setinde Sayisallastirma

Hazirlanan veri setlerine makine 6grenme algoritmalarinin uygulanmasi asamasina
gegilerek 8 tane makine 6grenme algoritmasi ile ¢alisma yapilmistir. Bunlar Gaussian
Naive Bayes, Decision Tree smiflandirma algoritmasi, K-Nearest Neighbors
siniflandirma algoritmasi, Random Forest siniflandirma algoritmasi, Ridge siniflandirma
algoritmasi, Bagging siniflandirma algoritmasi, AdaBoost siniflandirma algoritmasi ve
Multi-Layer Perceptron makine 6grenme algoritmalaridir. Makine 6grenme algoritmalari

yillar i¢in ayr1 ayr1 ve biitlin yillar1 iceren veriye yapilarak sonuglar1 degerlendirilmistir.
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Bu asamada sonuglarin iyilestirilmesi yapilarak kabul edilebilir basarim oranlarina
ulagabilmek i¢in islem en bastan yeni 6znitelikler ve yeni tablo yapilari ile tekrarlanmistir.
Basarim orani kabul edilebilir seviyede olan veri setleri ile devam edilmistir. Basarim

oraninda kabul edilebilir seviyede olmayan veri setleri uygulama disinda tutulmustur.

Yillar i¢in ayr1 ayri bulunan sonuglar mevzuat degisikliklerinin egitim sonuglarina ne
oranda yansidigini tespit etmek i¢in yapilmistir. Biitiin yillar i¢in bulunan sonuglar ise
uygulamada hangi makine Ogrenme algoritmasinin kullanilacaginin tespiti igin
yapilmistir. Sekil 47°de makine 6grenmesi egitim calismalarinin yapildigi Python

kodunun bir bolimi gériinmektedir.

models = []

models.append(('NE", GaussianNB()}))
models.append(('CART', DecisionTreeClassifier()))
models.append(("KNN", KNeighborsClassifier()})
models.append(('RFC", RandomForestClassifier()))
models.append(('RC", RidgeClassifier(}))
models.append(('BC", BaggingClassifier()))
models.append(('ABC", AdaBoostClassifier()))
models.append(("MLPC', MLPClassifier(}))

test_size = 8.25

seed = 7

results = []

names = []

for name, model in models:
X_train, X test, Y train, Y test = train_test split(X, Y, test size=test size, random state=seed)
model.fit(X train, Y train)
result = model.score(X_test, Y_test)

results.append(result)
names.append(name)

msg = "%s: Ef" ¥ (name, result)
print(msg)

Sekil 47. Makine Ogrenmesi Python Egitim Kodu

Calismada veri setleri ile gorsellestirme ¢alismalart da yapilmistir. Sekil 48°de tasima
sekli modeli igin ¢ikti sayilarin1 gosteren gorsellestirme Python kodunun bir kismi

goriinmektedir.
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dataframe = pd.DataFrame(c.fetchall(), columns = ['firmnumber’, 'customsoffice’, 'regime’,
'declarationl’, 'declaration2’, 'entryoffice’,
‘internalvehiclemode’, 'bordervehiclemode’, 'bordervehiclecode'])
sns.set style({'font.fanily': 'Times New Roman'})
g=sns.catplot(x="bordervehiclecode”, kind="count", data=dataframe, height=5, aspect=)
g.set(title = "Tasima Sekli Sayilar1’)
g.set axis labels("Tasima Sekli","Say1")

Sekil 48. Tasima Sekli Modelinde Gorsellestirme Python Kodu

Veri setlerinin egitim sonuglarinda 6zniteliklerin  agirligt  birbirinden farklhidir.
Ozniteliklerin agirh@min tespiti igin ¢aligma yapilarak gorsel olarak sonuglar elde
edilmistir. Sekil 49°da tasima sekli modelinde 6zniteliklerin agirligini gorsel olarak veren

Python kodunun bir kismi1 goriinmektedir.

test_size = 8.25

seed = 7

results = []

names = []

for name, model in models:
X_train, X_test, Y_train, Y_test = train_test_split(X, Y, test_size=test_size, random_state=seed)
model. fit(X_train, Y_train)
result = model.score(X_test, Y test)

results.append(result)
names. append (name)

feature_names = ['firmnumber', 'customsoffice’, 'regime’, 'declarationl’, 'declaration2’,
‘entryoffice’, 'internalvehiclemode', 'bordervehiclemode’]
df feature_all = pd.DataFrame([tree.feature_importances_ for tree in medel.estimators_])
df feature_long = pd.melt(df feature all,var name='feature name’, value name='values')
df_feature_importance = pd.DataFrame(model.feature_importances_,
index=feature_names,
columns=[ 'feature importance']).sort_values('feature importance’,
ascending=False)

plt.rcParams.update({ font.family':'Times New Roman'})
pd.Series(model. feature_importances_,
index=feature_names).nlargest(8).plot(kind="bar', fontsize=8,
ylabel="Degerler",
xlabel="0znitelikler",
title="Tasima 5ekli Modelinde Ozniteliklerin Agirliga")

Sekil 49. Tasima Sekli Modelinde Ozniteliklerin Agirhgm Python Kodu

Calisilan ve basarim orani istenilen seviyede olan veri setlerinin egitiminin saklanmasi
islemi i¢in Pickle kiitiiphanesi kullanilmigtir ve egitim sonuglar1 binary dosyalarda

saklanmistir. Biitiin veri setlerinde Bagging siniflandirma makine 6grenme algoritmasi
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egitim sonuglar1 tahminleme yapmak icin saklanmistir. Bunun sebebi bu algoritmanin

basarim oraninin yapilan ¢alismada hep en iyi sonug olarak ¢ikmasidir.

Egitim sonuglarinin  saklanmasi1 siirecinde yine sayisal olmayan verilerin
sayisallastirilmasi gerekmektedir. Sayisal veya sayisallastirilmis 6znitelik verileri ile ¢ikti
bilgisi saklanan bu binary dosyadan okunarak tahminleme yapilirken sayisal olmayan
Ozniteligin bir verisinin hangi sayisal degeri aldigin1 bilmek gerektigi i¢in LabelEncoder
kiitiiphanesi kullanilmamistir. Sayisallagtirma islemi igin sayisal olmayan her 6znitelik
ayri ayri calisilarak en ¢cok gegen bilgi 1’den baslayacak sekilde artan numara verilerek
veri tabanina kaydedilmistir. Egitim sonucu ise sayisal olmayan bu 6zniteligin karsiligi
olan ve veri tabaninda kayitli sayisal deger ile saklanmistir. Bu islem ile tahminleme
yaparken ilgili sayisal olmayan Oznitelik i¢in hangi sayisal degeri parametre olarak

gececegimiz belirlenmistir.

Tablo 28’de tagima sekli veri setine gore declarationl Ozniteliginin sayisallastirma

degerleri gosterilmektedir.

Tablo 28. Declarationl Ozniteliginin Sayisallastirma Tablosu

Declarationl Sayisal Deger  Kayit Sayisi

ANT 3 607419
BR 5 6
EU 1 2403872
EX 2 609174
IM 4 443660

Sekil 50°de tasima sekli veri setinin egitim sonuglarinin binary dosyada saklanma islemi

i¢in yazilan Python kodunun bir kismi1 gériinmektedir

dataframe = pd.DataFrame(c.fetchall(), columns = ['firmnumber', 'customsoffice’, 'regime’,
'declarationl’, 'declaration2’, 'entrysoffice’,
"internalvehiclemode', 'berdervehiclemede', 'bordervehiclecode'])
array=dataframe.values
X = array[:,0:8]
Y = array[:,8]

model=BaggingClassifier()

X_train, X_test, Y _train, Y test = train_test split(X, ¥, test_size=0.25, random_state=7)
model.fit(X _train, Y train)

filename='TasimaSekli Model.pickle'

dump(model, open(filename, 'wb'))

Sekil 50. Tagima Sekli Veri Setinin Egitim Sonuglarinin Saklanmasi
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Sekil 51°de binary dosyada

saklanmig egitim

sonuglart listesi

ve boyutlari

gosterilmektedir.
A
Name Date modified Type Size
__| Birim_Model.pickle 3/24/2022 4:29 PM PICKLE File 147,362 KB
__| DovizTuru_Model.pickle 3/24/2022 3:46 PM PICKLE File 169,970 KB
|| OdemeSekli Model.pickle 4/6/2022 4:22 PM PICKLE File 163,565 KB
__| SevkUlke_Model.pickle 4/5/2022 4:22 PM PICKLE File 1,046,245 KB
__| TasimaSekli_ Model.pickle 4/5/2022 4:13 PM PICKLE File 47,026 KB
__| UluslararasiAnlasma_Model.pickle 3/24/2022 5:00 PM PICKLE File 159,444 KB

Sekil 51. Egitim Sonuglar1 Binary Dosyalari

Sekil 52’de tasima sekli modeli icin tahminleme yapan Python kod bdliimii
gosterilmektedir. Glimriik uygulamasindan islem yapilan kayit id bilgisi, o islem ile
yapilan kacinct islem olduguna ait versiyon bilgisi ve hangi kullanicinin yaptig1 bilgisi
uygulamaya parametre ile gecirilmektedir. Sistemdeki veriler ile tahminleme
yapilmaktadir. Mevcut veri girisi ile karsilastirilarak fark var ise kullaniciya 6neri olarak
sunacak sekilde kaydedilmektedir. Tahminleme islemi binary olarak kaydedilen egitim

dosyast okunarak yapilmaktadir.

tasimasekli model=BaggingClassifier()
filename='TasimaSekli Model.pickle'
tasimasekli moedel = lead(open(filename, 'rb'});
predictedbordervehiclecode = tasimasekli_model.predict([[dfTT.get( ' firmnumber")[@],
dfTT.get( ' customsoffice')[@],
dfTT.get( 'regime")[@],
dfTT.get('declarationl'}[@],
(
(
(
(

= B = W

dfTT.get('declaration2')[@],
dfTT.get( entryoffice"}[@],
dfTT.get( " internalvehiclemode')[@],
dfTT.get( 'bordervehiclemode')[@]]])[@]
if predictedbordervehiclecode != dfTT.get('bordervehiclecode’)[@] @
insertsql = "' "INSERT INTO MLIslemSonuc (islemid, islemversiyon, islem, sirket, yil, departman,
dosyano, girilendeger, tahmindeger, instime, insuser)
VALUES (2, 2, 5, ?, 2, 2, 2, 2, ?, GETDATE(), ?)
c.execute(insertsql, [islemid, islemver, int(dfI.get('sirket'}[8]),
int(dfI.get('yil"}[@]), dfI.get( departman')[@],
int(dfI.get( dosyanc')[@]), dfTT.get( bordervehiclecode"}[@],
predictedbordervehiclecode, user])

c.commit()

Sekil 52. Tagima Sekli Modelinde Tahminleme Python Kodu
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Gumriik beyanname bilgilerinin girisi yapildiktan sonra Oncelikle hesaplama islemi
yapilir. Hesaplama islemi ile girilen bilgilere gore beyannamenin vergisi hesaplanir.
Hesaplamasi yapilan giimriik beyannamesi giimriik sistemlerinin web servisi kullanilarak
kontrole gonderilir. Giimriikten kontrol sonucu onay alan beyanname islemi tescil ile
sonlandirilacak asamaya gelir. Akilli beyanname islemi bu agamada devreye girecek
sekilde ¢alisacaktir. Tescil islemi yine glimriiglin web servisi kullanilarak yapilmaktadir
ve islem olarak geri doniisii yoktur. Onceki her asamadaki hata giderilebilir fakat tescil
alinmasi durumunda cezai yaptirimlarla karst karsiya kalinmaktadir. Bu kritik islem
oncesi modelledigimiz veri setleri ile hazirladigimiz Akilli Beyanname Kontrol
Uygulamas: ile mevcut ¢ikt1 verileri, uygulamanin O6znitelikleri kullanarak yaptigi
tahminleme sonucu buldugu deger ile karsilagtirilarak farkli olduklar1 durumda sonucu
kullanictya oneri olarak sunacaktir. Yapilan 6neri kullaniciya son bir kontrol firsati
tantyarak olasi hatanin Oniine ge¢cme firsati sunacaktir. Yiiksek basarim oranlarina
ragmen kullanici olagan akisin disinda bir islem yapiyorsa gecerli sebebi ile mevcut bilgi

girigiyle islemine devam edebilecektir.

Tescil islemi baglatildiginda Sekil 53’te goriildiigii gibi kullanicidan Akilli Beyanname
Kontrol Uygulamasi kontrollerinin yapilip yapilmamasi i¢in onay alinmaktadir. Kullanici

bu islemi isterse atlayabilir.
Dikkat B

@ Akl beyanname kontrolleri yapilsin mi?

Sekil 53. Akilli Beyanname Kontrol Uygulamasi Baslatilmasi

Kullanicinin onay vermesi durumunda tahminleme yapan ve Python programlama dili ile
yazilan program c¢aligmakta ve Sekil 54’te goriliigii gibi cok kisa siirede islemi
sonuclandirmaktadir. Bu siireye biitiin veri tabani islemleri ve tahminleme yapilirken

egitim sonug dosyalarini kullanma dahildir.
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In [19]: runfile{'C:/MLScripts/MLProcessTime.py", wdir="C:/MLScripts")

2k1lli beyanname kontrol islemleri basladi : 29.84.20822 B5:38:38
&k11l1 beyanname kontrol islemleri tamamlandyr : 29.84.2822 85:35:32
Sire (Saniye) : 2

Sekil 54. Tahminleme Yapan Python Programinin Caligma Siiresi

Program 3 parametre alarak calismaktadir. {lk parametre kontrol islemi numarasidir. Bu
numara ile biitiin beyanname verilerine ulasilabilmektedir. Ikinci parametre versiyon
numarasidir. Kontrol islemi ile birden fazla tescile gonderme yapilabilecegi icin her
denemede 1’den baslayarak artan numara seklinde bilgi icerir. Ugiincii parametre ise

kullanict bilgisidir ve islemi yapan kullanici bilgisi alanlarini doldurmak i¢indir.

Sekil 55’te Akilli Beyanname Kontrol Uygulamasi ¢alistiktan sonra ¢alisilan modeller
icin yapilan tahminleme degerleri ile mevcut degerler arasinda fark olanlarin listesi

gosterilmektedir.

Sekil 55’teki islem bilgisi hangi alanin tahminlemesinin yapildigin1 gostermektedir.
Kalem No bilgisi ise beyanname kalemlerindeki bir alanin tahminlemesinde doldurulur.
Beyanname ana ekran bilgilerinin tahminlemesinde Kalem No bilgisi olmaz. Beyanname
kalemlerinde ise tahminleme yaptigimiz alan i¢in fark olan kalemler listeye getirilir. Bu
ornekte iki kalemli bir beyanname kullanildi ve Birim modeli igin sadece birinci kalemde
tahminleme verisi ile mevcut veri farkli ¢ikmasina ragmen Odeme Sekli modelinde iki
kalemde de fark ¢ikti. Mevcut Deger bilgisi beyannamede kullanicinin girdigi veridir.
Tahmin Degeri ise modellerimizin Oznitelikleri kullanilarak yapilan tahminleme

degeridir.

Kullanic1 Akilli Beyanname Kontrol Uygulamasini kullandiginda Sekil 55°teki gibi bir
liste ile karsilastiginda mevcut verileri uygulamanin 6nerdikleri ile karsilastirarak son bir
kontrol ile eger varsa hatalar1 diizeltme firsati bulacaktir. Burada hatali oldugunu
diisiindiigii kayitlar i¢in Giincelle se¢cenegini se¢gmelidir. Hatali olmadigini diisiiniiyorsa
Mevcut Dogru se¢enegini segmeli ve Mevcut Degerin Sebebi bilgisini girmelidir. Mevcut
Dogru segenegi secilmis kayitlar icin Mevcut Degerin Sebebi bilgisi zorunludur.
Giincelle ve Mevcut Dogru listedeki bir kayit i¢in ayn1 anda segilememektedir. islem Yap

ve Kapat ile islemine devam etmeden Once listedeki her bir kayit i¢in Giincelle veya
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Mevcut Dogru segenegi secilmis olmasi kontrolii eklenmistir. Islem Yap ve Kapat
secenegi calistiginda Giincelle segilmis bir kayit yok ise isleme devam edilmektedir.
Giincelle secilmis kayitlar var ise ilgili bilgi beyannamede otomatik olarak
giincellenmekte ve siireci hesaplama yapma 6ncesine cekmektedir. Normal islemlerde de
beyannamede yapilan bir degisiklik siireci hesaplama asamasina ¢ekmektedir. Kullanici

yine hesaplama ve kontrol asamalarindan sonra tescil agamasina gelmelidir.

] Akilli Beyanname - O *
Gruplanacak kolonu bashgindan strikleyerek buraya birakiniz
Islem ||| Kalem Mo | || Meveut Deger |+ || Tahmin Degeri|»||  Goncelle |« || Mevout Dogru[ v || Mevout Degderin Sebebi |+ |
usD EUR.
10 40 O 0
Sevk Olkesi 006 001 O O
Birim 1 MTR ca2 O O
Uluslararas: Anlasma 101 AT O O
Odeme Sekli 17 2 O O
Odeme Sekli 27 2 O O
< >

Sekil 55. Akilli Beyanname Kontrol Uygulamasi Sonuglari

Sekil 56’da Akilli Beyanname Kontrol Uygulamasi calistiginda tutulan log kayitlart

gosterilmektedir.
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-select
from MLTs1ensonud
where islemid=513735 and islemversiyon=1

.

Resuts g Messages

id islemid igemversiyon ilem siket W depatman dosyano kalemno gidlendeger tahmindeger guncele guncelend  mevcutdogu mevcutssbep  instime insuger

1 21 A2 AD 100 NULL - UsD EUR NULL - NULL NULL NULL 020413171740.867 3676
2 535 1 5 1 N2 AD 100 NULL 10 L} NULL - NULL NULL NULL N20183171740947 3676
1 537 1 6 1 A2 AND 100 NULL 006 001 NULL - NULL NULL NULL AT 676
4 53H 1 I 1 A2 AD 100 1 TR (62 NULL - NULL NULL NULL 0220418171742550 3676
5 513735 1 41 AR AD 100 1 i AT NULL - NULL NULL NULL N22041817:1742817 3676
6 5137 1 71 A2 AD 100 1 7 2 NULL - NULL NULL NULL 0213171743070 3676
7 53 1 71 N2 AD 100 2 7 2 NULL - NULL NILL NULL 2048171743070 3676

Sekil 56. Akill1 Beyanname Kontrol Uygulamasi Log Kayzitlar

Akilli Beyanname Kontrol Uygulamas: ile olast hatalarin tespit edilmesi
hedeflenmektedir. Olagan olmayan veri girislerinin tespiti ve kullanictya sunulmasi ile

bu konuda olumlu sonuglar beklenmektedir.

Yapilan uygulamanin altyapisi ile log kayitlar1 incelenerek hatalarin azalmasina ne derece
katki yapildig1 tespit edilebilecektir. Ayrica hatali beyannamelerde log kayitlar
incelenerek bu konuda uygulama onerilerinin dikkate alinip alinmadigi ve daha hangi
bilgiler icin Oneri yapmak gerektigi tespit edilebilecektir. Bu tespitler sonucu yeni

modeller eklenerek uygulama daha ileri bir seviyeye cikarilacaktir.
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BOLUM 3. BULGULAR VE YORUMLAR

Bulgular

Scikit-Learn kiitiiphanesinde modellerin egitimi igin standart test verisi orani1 %25 olarak
alinir (Paper, 2020). Modellerin egitiminde test verisi orant %25 alinarak egitimler
gerceklestirilmistir. Birgok algoritma denenmis ve 6zellikle regresyon algoritmalarindaki
(Huang, Ko, Shu, ve Hsu, 2019) olumsuz sonuglardan dolayr bu algoritmalarin
kullanilmamasina karar verilmistir. Siiflandirma algoritmalarinda (Kotsiantis,

Zaharakis, ve Pintelas, 2007) yiiksek basarimlar elde edilmistir.

Gumriik operasyonlarinda mevzuatin siirekli degismesi nedeniyle 2010 ile giiniimiiz
arasinda ciddi bir isleyis farki olacagi gbz oniine alinarak yillar bazinda da bu egitim

calismasi yapilmistir. Y1l bazinda daha yiiksek bagarimlar elde edilmistir.

Tablo 29°da gosterildigi gibi tasima sekli modelinde tiim yillar i¢in yapilan egitimlerde
Gaussian Naive Bayes algoritmasinda %86.41, Decision Tree smiflandirma
algoritmasinda %98.76, K-Nearest Neighbors siniflandirma algoritmasinda %98.36,
Random Forest siniflandirma algoritmasinda %98.74, Ridge siniflandirma

algoritmasinda %79.82,

Bagging siniflandirma algoritmasinda %98.76, AdaBoost siniflandirma algoritmasinda
%42.29 ve Multi-Layer Perceptron algoritmasinda %94.09 basarim elde edilmistir.
Siniflandirma algoritmalarinda Decision Tree, K-Nearest Neighbors, Random Forest ve
Bagging digerlerine gore daha basarili sonug vermistir. En basarili orana ise %98.76 ile

Decision Tree siniflandirma ve Bagging siniflandirma algoritmalart sahiptir.
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Tablo 29. Tasima Sekli Veri Seti Sonuglar

Tiim

Algoritma 2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021 Yillar

Naive Bayes - NB  33.09 31.14 39.93 38.82 39.63 35.83 3843 3597 30.19 3399 33.68 34.09 86.41
Decision Tree
Classifier - CART

K-Nearest
Neighbors - KNN

Random Forest -
RFC

Ridge Classifier -
RC

Bagging Classifier
-BC

Ada Boost
Classifier - ABC

MLP Classifier -
MLPC

37.95 2835 29.21 29.28 39.23 29.30 29.32 2942 29.14 2896 29.06 29.30 98.76

37.32  37.80 3850 38.37 3839 2855 23844 38.67 2828 38.03 238.11 38.43 98.36

37.95 2835 29.23 29.21 39.15 29.26 29.24 29.37 29.08 2895 29.04 29.30 98.74

3291 7952 30.88 30.07 79.37 7825 79.82 30.37 7955 3094 7995 78.48 79.82

37.99 2838 29.24 29.29 39.22 39.30 29.31 2943 29.13 2896 29.07 29.32 98.76

38.79 7510 70.74 3340 3758 3584 3230 3437 3241 33.80 3847 39.08 42.29

3545 2436 2421 24.02 3349 23244 3164 3128 2057 2145 76.95 39.70 94.09

Tablo 30’da gosterildigi gibi doviz tiirli modelinde tiim yillar i¢in yapilan egitimlerde
Gaussian Naive Bayes algoritmasinda %82.01, Decision Tree smiflandirma
algoritmasinda %95.96, K-Nearest Neighbors siniflandirma algoritmasinda %95.40,
Random Forest siniflandirma algoritmasinda %95.97, Ridge siniflandirma
algoritmasinda %81.36, Bagging simiflandirma algoritmasinda %96.00, AdaBoost
smiflandirma algoritmasinda %82.95 ve Multi-Layer Perceptron algoritmasinda %84.43
basarim elde edilmistir. Siniflandirma algoritmalarinda Decision Tree, K-Nearest
Neighbors, Random Forest ve Bagging digerlerine gére daha basarili sonug vermistir. En

basarili orana ise %96.00 ile Bagging siniflandirma algoritmasi sahiptir.

Tablo 30. Doviz Tiri Veri Seti Sonuglari

Algoritma 2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021 ;r(iil:zr
Naive Bayes - NB 82.26 79.68 83.10 8491 8371 83.44 8347 8136 80.71 79.01 77.68 7757 82.01

Decision Tree
Classifier - CART
K-Nearest Neighbors -
KNN

97.08 97.09 96.99 97.07 97.34 96.91 96.88 96.04 96.18 96.33 96.17 96.45 95.96
96.54 96.34 96.16 96.42 96.60 96.27 96.27 95.26 9533 95.64 95.38 9580 95.40
Random Forest - RFC ~ 97.15 97.14 97.03 97.12 97.39 96.99 96.97 96.09 96.24 96.35 96.27 96.47 95.97
Ridge Classifier -RC ~ 83.82 83.61 83.35 84.64 84.04 8353 8342 8134 8091 79.62 7797 7833 81.36

Bagging Classifier- o709 9712 9707 9714 97.35 9696 9696 9611 9629 9640 9625 9647  96.00

BC
ﬁg"‘CBO"StC'aSS'f'er' 6812 8522 9574 8521 8233 8487 8410 7124 6595 77.54 7868 8015 82.95
mtﬁcc'ass'f'e" 88.80 88.66 8842 87.36 8648 87.27 8583 80.82 8324 8163 8192 7911 84.43
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Tablo 31°de gosterildigi gibi sevk iilke modelinde tiim yillar i¢in yapilan egitimlerde
Gaussian Naive Bayes algoritmasinda %250.03, Decision Tree siiflandirma
algoritmasinda %97.89, K-Nearest Neighbors siniflandirma algoritmasinda %94.71,
Random Forest siniflandirma algoritmasinda %97.83, Ridge siniflandirma
algoritmasinda %31.48, Bagging smiflandirma algoritmasinda %97.92, AdaBoost
siniflandirma algoritmasinda %35.30 ve Multi-Layer Perceptron algoritmasinda %70.07
basarim elde edilmistir. Smiflandirma algoritmalarinda Decision Tree, K-Nearest
Neighbors, Random Forest ve Bagging digerlerine gére daha basarili sonug vermistir. En

basarili orana ise %97.92 ile Bagging siniflandirma algoritmasi sahiptir.

Tablo 31. Sevk Ulke Veri Seti Sonuglar

Algoritma 2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021 ;r{:iﬁzr
Naive Bayes - NB 53.71 5454 56.04 5456 5540 53.71 51.66 5240 51.23 5259 50.59 51.09 50.03

Decision Tree
Classifier - CART

K-Nearest Neighbors -
KNN

97.57 97.89 97.87 97.73 9834 98.39 98.06 98.06 98.13 98.06 98.01 97.95 97.89
9236 9257 92.03 91.39 9198 92.08 91.80 92.00 91.67 91.78 92.05 9213 94.71
Random Forest - RFC ~ 97.42 97.89 97.85 97.65 98.22 98.28 97.96 98.03 98.05 97.94 9798 97.93 97.83
Ridge Classifier -RC ~ 32.78 3359 36.55 34.11 3296 33.13 3213 30.36 30.65 30.10 29.66 30.05 31.48

Bagging Classifier- o7 ) 9704 97.04 9776 9839 9843 9812 98.16 9819 98.07 98.08 97.98 97.92

BC
ﬁg%BOOStC'ass'f'er' 37.02 3830 39.12 37.24 36.90 37.36 3523 33.66 34.02 33.60 3205 3280 35.30
mtgglassmer— 8546 79.86 79.34 6529 6621 6674 5644 53.60 5699 4827 5242 5548  70.07

Tablo 32°de gosterildigi gibi birim modelinde tim yillar igin yapilan egitimlerde
Gaussian Naive Bayes algoritmasinda %97.85, Decision Tree simiflandirma
algoritmasinda %99.69, K-Nearest Neighbors siniflandirma algoritmasinda %99.51,
Random Forest simiflandirma algoritmasinda %99.70, Ridge siniflandirma
algoritmasinda %91.98, Bagging smiflandirma algoritmasinda %99.70, AdaBoost
siniflandirma algoritmasinda %96.34 ve Multi-Layer Perceptron algoritmasinda %97.99
basarim elde edilmistir. Smiflandirma algoritmalarinda Decision Tree, K-Nearest
Neighbors, Random Forest ve Bagging digerlerine gore daha basarili sonug vermistir. En
basarili orana ise %99.70 ile Random Forest siniflandirma ve Bagging Siniflandirma

algoritmalar: sahiptir.
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Tablo 32. Birim Veri Seti Sonuglari

Algoritma 2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021 ;l"{:illlzr
Naive Bayes - NB 9545 96.87 97.11 96.24 97.19 97.42 97.85 98.22 98.92 98.97 99.07 99.03 97.85

Decision Tree
Classifier - CART

K-Nearest Neighbors -
KNN

99.66 99.61 99.63 99.44 99.70 99.67 99.64 99.78 99.83 99.88 99.92 99.92  99.69
99.36 99.33 99.28 99.01 99.23 99.26 99.25 99.48 99.51 99.61 99.67 99.69 99.51
Random Forest- RFC ~ 99.67 99.61 99.64 99.48 99.70 99.67 99.65 99.79 99.84 99.89 99.92 99.93 99.70
Ridge Classifier -RC ~ 91.79 92.02 91.33 90.15 89.50 90.89 91.28 92.48 93.23 93.15 93.30 93.19 91.98

gacgg'”gc'ass'f'er' 99.67 99.62 99.66 99.47 99.71 99.68 99.65 99.79 99.84 99.89 99.92 99.93 99.70

Ada Boost Classifier -
ABC

MLP Classifier -
MLPC

94.04 9531 94.81 9422 9541 9560 9525 96.65 97.54 98.02 98.00 98.05 96.34

9746 97.16 96.87 96.85 97.43 97.03 97.85 97.89 98.38 98.58 97.82 98.93 97.99

Tablo 33’te gosterildigi gibi uluslararasi anlasma modelinde tiim yillar i¢in yapilan
egitimlerde Gaussian Naive Bayes algoritmasinda %86.41, Decision Tree siniflandirma
algoritmasinda %96.44, K-Nearest Neighbors siniflandirma algoritmasinda %96.08,
Random Forest siniflandirma algoritmasinda %96.44, Ridge siniflandirma
algoritmasinda %89.88, Bagging smiflandirma algoritmasinda %96.44, AdaBoost
smiflandirma algoritmasinda %81.97 ve Multi-Layer Perceptron algoritmasinda %94.29
basarim elde edilmistir. Smiflandirma algoritmalarinda Decision Tree, K-Nearest
Neighbors, Random Forest ve Bagging digerlerine gére daha basarili sonug vermistir. En

basarili orana ise %96.44 ile Decision Tree simmiflandirma, Random Forest simiflandirma

ve Bagging smiflandirma algoritmalar: sahiptir.

Tablo 33. Uluslararast Anlagsma Veri Seti Sonuglari

Algoritma 2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021
Naive Bayes - NB 80.64 8881 8614 8312 8461 8618 8384 8249 8577 8626 88.67 8581 8641
_Déiﬂ‘}”mec'assmer 97.43 97.83 97.96 97.91 9801 97.77 97.96 97.69 98.14 9647 9808 97.02 96.44
enearest Nelghbors - o719 o761 97.81 9767 9783 97.39 97.80 9750 9800 9627 9753 966l gy g
Random Forest-RFC 9743 97.83 97.98 97.02 9802 O07.78 97.97 97.69 9815 9647 9808 97.02 96.44
Ridge Classifier-RC 9178 9046 90.30 86.95 88.88 0189 9048 90.13 9135 0104 9313 89.39 89.83
Bagging Classifier - BC 97.41 97.83 97.97 97.00 9801 97.76 97.96 97.68 9814 9647 98.08 9701 96.44
fJaBoostClassifier - 3328 3472 9280 9151 9204 8884 2825 87.02 3371 §7.22 BLET 3157 BLY7
MLP Classifier - MLPC 94.85 9504 96.01 9370 9396 9521 9349 94.86 9544 9318 96.11 9385 94.20
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Tablo 34’te gosterildigi gibi 6deme sekli modelinde tiim yillar igin yapilan egitimlerde
Gaussian Naive Bayes algoritmasinda %63.75, Decision Tree siiflandirma
algoritmasinda %94.09, K-Nearest Neighbors siniflandirma algoritmasinda %93.34,
Random Forest siniflandirma algoritmasinda %94.09, Ridge siniflandirma
algoritmasinda %72.97, Bagging smiflandirma algoritmasinda %94.10, AdaBoost
siniflandirma algoritmasinda %79.18 ve Multi-Layer Perceptron algoritmasinda %78.62
basarim elde edilmistir. Siiflandirma algoritmalarinda Decision Tree, K-Nearest
Neighbors, Random Forest ve Bagging digerlerine gére daha basarili sonug vermistir. En

basarili orana ise %94.10 ile Bagging siniflandirma algoritmasi sahiptir.

Tablo 34. Odeme Sekli Veri Seti Sonuglart

Algoritma 2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021 ;r(iiligr
Naive Bayes - NB 78.48 66.61 55.47 48.70 69.76 84.20 79.18 74.27 62.62 64.55 67.11 65.98 63.75

Decision Tree
Classifier - CART

K-Nearest Neighbors -
KNN

97.70 9757 97.11 9752 97.28 94.98 94.89 9454 9450 93.46 93.68 95.01 94.09
96.86 97.17 96.66 97.07 96.77 94.18 9433 93.98 9399 91.04 9258 93.67 93.34
Random Forest- RFC  97.70 97.58 97.14 97.53 97.31 95.01 9491 9457 9452 9348 93.70 95.02 94.09

Ridge Classifier -RC ~ 77.94 69.44 69.87 69.87 71.74 87.76 82.05 76.07 67.18 69.96 72.16 67.94 72.97
Bagging Classifier -
BC

Ada Boost Classifier -
ABC

MLP Classifier -
MLPC

97.69 97.57 97.12 9752 97.28 9498 9489 9455 9451 93.46 93.70 95.00 94.10

77.68 69.96 56.86 57.19 28.82 59.97 8180 48.80 63.39 69.49 4144 3288 79.18

86.13 92.04 88.88 81.66 86.34 87.79 8274 7751 7451 7234 7428 7245 7862

Yorumlar

Gumriik sistemlerinde beyanname yaziminda makine 6grenme algoritmalari ile veri
tahminlemesi yapmak elde edilen sonuglara gore uygun goriinmektedir. Yapilan bu
calisma sektordeki biiyiik bir agiga ¢are olacak sonuglar vermistir. Elde edilen sonuglar
sektoriin stirekli gelisen ve degisen yapisina gore basarili kabul edilebilir. Algoritma
basarim oranlar1 ve sektoriin bu konudaki ihtiyact makine 6grenmesi konusunda daha ¢ok

calisma yapilmasina vesile olacaktir.

Yapilan tahminleme sonrasi diizeltilen her veri, yapilan hata oranlarini asagiya ¢cekmeye

yardimci olacaktir ve olasi bir¢ok problemin 6niine gecilebilecektir. Bu durum operasyon
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maliyetlerine ve siire¢lerine olumlu yansiyacaktir. Olasi hatalarin dogurabilecegi hukuki

sonuglarin 6niine gegilebilecektir.

Calismada 8 tane makine 6grenmesi algoritmasi kullanilmistir. Bunlar Gaussian Naive
Bayes, Decision Tree siniflandirma, K-Nearest Neighbors siniflandirma, Random Forest
simiflandirma, Ridge siniflandirma, Bagging siniflandirma, AdaBoost siniflandirma ve
Multi-Layer Perceptron makine 6grenme algoritmalaridir. Siniflandirma algoritmalarinda
Decision Tree, K-Nearest Neighbors, Random Forest ve Bagging digerlerine gore daha

basarili sonu¢ vermistir.

Tasima sekli modelinde tiim yillar i¢in yapilan egitimlerde Gaussian Naive Bayes
algoritmasinda %86.41, Decision Tree smiflandirma algoritmasinda %98.76, K-Nearest
Neighbors smiflandirma algoritmasinda %98.36, Random Forest smiflandirma
algoritmasinda %98.74, Ridge smiflandirma algoritmasinda %79.82, Bagging
siiflandirma algoritmasinda %98.76, AdaBoost siniflandirma algoritmasinda %42.29 ve
Multi-Layer Perceptron algoritmasinda %94.09 basarim elde edilmistir. En basarili oran
ise %98.76 ile Decision Tree siniflandirma ve Bagging siniflandirma algoritmalarinda

elde edilmistir.

Doviz tirii modelinde tiim yillar i¢in yapilan egitimlerde Gaussian Naive Bayes
algoritmasinda %382.01, Decision Tree siniflandirma algoritmasinda %95.96, K-Nearest
Neighbors smiflandirma algoritmasinda %95.40, Random Forest smiflandirma
algoritmasinda  %95.97, Ridge smiflandirma algoritmasinda %81.36, Bagging
smiflandirma algoritmasinda %96.00, AdaBoost siniflandirma algoritmasinda %82.95 ve
Multi-Layer Perceptron algoritmasinda %84.43 basarim elde edilmistir. En basarili oran

ise %96.00 ile Bagging smiflandirma algoritmasinda elde edilmistir.

Sevk iilke modelinde tiim yillar i¢in yapilan egitimlerde Gaussian Naive Bayes
algoritmasinda %50.03, Decision Tree siiflandirma algoritmasinda %97.89, K-Nearest
Neighbors smiflandirma algoritmasinda %94.71, Random Forest smiflandirma
algoritmasinda %97.83, Ridge smiflandirma algoritmasinda %31.48, Bagging
siiflandirma algoritmasinda %97.92, AdaBoost siniflandirma algoritmasinda %35.30 ve
Multi-Layer Perceptron algoritmasinda %70.07 basarim elde edilmistir. En basarili oran

ise %97.92 ile Bagging smiflandirma algoritmasinda elde edilmistir.
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Birim modelinde tim yillar igin yapilan egitimlerde Gaussian Naive Bayes
algoritmasinda %97.85, Decision Tree siiflandirma algoritmasinda %99.69, K-Nearest
Neighbors smiflandirma algoritmasinda %99.51, Random Forest smiflandirma
algoritmasinda %99.70, Ridge smiflandirma algoritmasinda %91.98, Bagging
siniflandirma algoritmasinda %99.70, AdaBoost siniflandirma algoritmasinda %96.34 ve
Multi-Layer Perceptron algoritmasinda %97.99 basarim elde edilmistir. En basarili oran
ise %99.70 ile Random Forest siniflandirma ve Bagging siniflandirma algoritmalarinda

elde edilmistir.

Uluslararasi anlasma modelinde tiim yillar i¢in yapilan egitimlerde Gaussian Naive Bayes
algoritmasinda %86.41, Decision Tree smiflandirma algoritmasinda %96.44, K-Nearest
Neighbors smiflandirma algoritmasinda %96.08, Random Forest smiflandirma
algoritmasinda %96.44, Ridge smiflandirma algoritmasinda %89.88, Bagging
siiflandirma algoritmasinda %96.44, AdaBoost siniflandirma algoritmasinda %81.97 ve
Multi-Layer Perceptron algoritmasinda %94.29 basarim elde edilmistir. En basarili oran
ise %96.44 ile Decision Tree smiflandirma, Random Forest siniflandirma ve Bagging

simiflandirma algoritmalarinda elde edilmistir.

Odeme sekli modelinde tiim yillar igin yapilan egitimlerde Gaussian Naive Bayes
algoritmasinda %63.75, Decision Tree siniflandirma algoritmasinda %94.09, K-Nearest
Neighbors smiflandirma algoritmasinda %93.34, Random Forest smiflandirma
algoritmasinda %94.09, Ridge smiflandirma algoritmasinda %72.97, Bagging
smiflandirma algoritmasinda %94.10, AdaBoost siniflandirma algoritmasinda %79.18 ve
Multi-Layer Perceptron algoritmasinda %78.62 basarim elde edilmistir. En basarili oran

ise %94.10 ile Bagging simiflandirma algoritmasinda elde edilmistir.

Calismada uluslararasi bir lojistik firmasinin 2010 ve 2021 yillart arasindaki 12 yillik
giimriik beyanname verileri kullanilmigtir. Kullanilan beyanname verileri Tiirkiye dis
ticaretinin %8’ini olusturmaktadir ve calisma igin yeterli veriye ulagsmaya olanak
saglamistir. Bu veriler {lizerinde yapilan c¢alisma ile elde edilen sonuglar sektor icin

makine 6grenme teknolojisi kullanimi agisindan Tiirkiye’de ncii olacak niteliktedir.

102



BOLUM 4. SONUC

Bu c¢aligma glimriik sisteminde beyanname hazirlanirken yapilabilecek hatalarin tespiti
icin makine 6grenme algoritmalarinin kullaniminin etkinligini ortaya ¢ikarmak amaciyla
yapilmistir. Elde edilen algoritma basarim oranlar1 bu konuda ¢alisma yapmayi tesvik
edecek derecede olumludur. Her sektor elindeki biiyiik veriyi kullanmak zorundadir ve

giimriik sektorii de bu siirecin disinda kalmamalidir.

Ozet

Glimriik sisteminde hatasiz beyanname yazimi biiyilik 6nem tasimaktadir. Yapilan hatalar
olumsuz sonuglara sebep olmaktadir. Yapilacak c¢alisma ile hatalarin azaltilmasi,
operasyon verimliligi ve maliyetlerin diisiiriilmesi hedeflenirken ayn1 zamanda daha ¢ok
ve verimli i yapilmasi planlantyor. Elimizdeki biiyiik verileri kullanarak yapilacak
dogruluk oranmi yiiksek tahminlemeler sayesinde hatalar zamaninda tespit edilip olas1
olumsuzluklar1 giderilecektir. Modellerin dogruluk oranlar1 ¢alismada yapilacak
tahminleme miktarinda belirleyici olacaktir. Elde edilen algoritma basarim oranlar1 bu

konuda ¢alisma yapmay1 tegvik edecek derecede olumludur.

Yarg

Calismada elde edilen sonuglar makine 6grenmesi ve derin 6grenme algoritmalarinin
giimriik sistemlerinde de etkin olarak kullanilabilecegini gostermektedir. Calisma, sektor

icin makine 6grenme teknolojisi kullanimi agisindan Tiirkiye’de oncii olacak niteliktedir.

Oneriler

Farkli veri setleri ve farkli makine 6grenme algoritmalar1 iizerinde yeni caligmalar
yapilarak hatalarin tespitinde daha basarili sonuclar elde edilebilir. Daha biiylik veri
kullanilarak algoritmalarin dogruluklar1 degerlendirilebilir. Ozellikle basarili sonuglarin
giimriik sisteminde beyanname olusturma asamasinda kullanilmasinin siirece ¢ok ciddi

katkilar yapacag diistiniilmektedir.
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